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3.2 Metoda maximálńı aposteriorńı pravděpodobnosti (MAP) . . . . . . . . . . . 13
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4.3.2 Odhad warpovaćıho faktoru . . . . . . . . . . . . . . . . . . . . . . . . 34
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5.4 ACC[%] při r̊uzném počtu adaptačńıch vět. . . . . . . . . . . . . . . . . . . . . . . . 38

III



Seznam obrázk̊u
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3.1 Schématické znázorněńı adaptace. . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
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Anotace

Tato práce se zabývá problematikou automatické adaptace akustického modelu na aktuálńı
testovaćı data od konkrétńıho řečńıka. Pro natrénováńı modelu je potřeba velkého množstv́ı
dat, které je z praktického hlediska nemožné źıskat od jednoho řečńıka. Řešeńım je konstrukce
akustického modelu na datech od v́ıce řečńık̊u, vzniká pak na řečńıku nezávislý model, který
je schopný rozpoznat data od kteréhokoliv uživatele.

Pokud je však ćılový řečńık znám, lze sńıžit chybovost rozpoznáváńı užit́ım modelu na-
trénovaného na jeho datech. Obvykle je však v praxi nemožné źıskat dostatečné množstv́ı
potřebných dat, proto byly navrženy adaptačńı metody, které maj́ı za úkol normalizovat
testovaćı data nebo posunout parametry akustického modelu směrem k testovaćım dat̊um.
Zároveň s řečńıkem jsou adaptovány i akustické podmı́nky při nahrávańı, jako jsou typické
ruchy prostřed́ı, použité nahrávaćı zař́ızeńı atd.

Práce si klade za ćıl vysvětlit principy použ́ıvaných adaptačńıch metod a postupy adap-
tačńıho trénováńı. Provedené experimenty dokazuj́ı účinnost vybraných metod a jejich možné
kombinace.

Anotation

This work is concerned with the automatic speaker adaptation of an acoustic model in
the automatic speech recognition system. For the model training, it is necessary to have large
amount of data from many speakers. The final model, speaker independent, is then able to
recognize speech from any speaker.

When speaker’s identity is known, we could lower the error rate by using a model trained
on the data from the particular speaker. Such a model is called speaker dependent model.
The main problem with the construction of speaker dependent model is the need for large
database of utterances from one speaker. This problem is often non-solvable in real conditions,
however, it can be overcome by adaptation techniques. The model is adapted on the specific
speaker as well as on acoustic conditions (e.g. additive noise, channel distortion) in the test
utterance.

The aim of this work is to discuss the methods for adaptation and the procedures of
adaptation training. Some of these methods were tested and the experiments shown, that
adaptation has a significant benefit for automatic speech recognition systems.

VII



Kapitola 1

Úvod

Řeč, jako jeden z nejpouž́ıvaněǰśıch zp̊usob̊u předáváńı informaćı mezi lidmi, je v popřed́ı
zájmu oboru umělé inteligence již několik deśıtek let. Mezi problémy zpracováńı řeči poč́ıtačem
patř́ı, mimo jiné, úloha automatického rozpoznáváńı řeči (ASR – Automatic Speech Re-
cognition), tedy úloha přepisu mluveného slova na text pomoćı stroje. Prvńı automatické roz-
poznávače se objevily v šedesátých letech minulého stolet́ı, avšak jejich úspěšnost byla značně
omezena tehdeǰśımi možnostmi výpočetńı techniky. Prvńı rozpoznávače se soustředily pouze
na přepis izolovaných slov. Teprve v sedmdesátých letech, s př́ıchodem myšlenky skrytých
Markovových model̊u (HMM – Hidden Markov Model) a prudkým rozvojem výpočetńı
techniky, došlo k nastartováńı vývoje systémů ASR a jejich směřováńı k rozpoznáváńı řeči
spojité.

Se zdokonalováńım ASR začal také r̊ust počet slov obsažených v rozpoznávaćım slovńıku,
z několika stovek v osmdesátých letech na několik tiśıc v letech devadesátých. Systémy
využ́ıvaj́ıćı slovńık s velkým počtem slov se odborně označuj́ı LVCSR (Large Vocabulary
Continuous Speech Recognition) systémy. Také kvalita rozpoznávané řeči přešla z čistých
laboratorńıch dat k spontánńım hovor̊um v rušném prostřed́ı.

V současné době, kdy je obvyklé rozpoznávat spontánńı hovory ve špatné akustické kvalitě,
čeĺıme mnoha problémům. Jedńım z nich jsou právě r̊uzné akustické podmı́nky v nahraných
datech zp̊usobené rozd́ılným nahrávaćım prostřed́ım, r̊uzným kanálem a odlǐsným řečńıkem.
To vše přidává nežádoućı varianci v nahraných datech. Při rozpoznáváńı testovaćıch dat s
jinými akustickými vlastnostmi, než měla trénovaćı data použitá pro vytvořeńı akustického
modelu, docháźı k degradaci úspěšnosti rozpoznáváńı. Řešeńım by bylo použ́ıt model natré-
novaný na datech se stejnými akustickými podmı́nkami jako v testovaných datech, to však v
principu neńı zcela možné. Např́ıklad źıskáńı dostatečného množstv́ı dat od jednoho řečńıka
pro natrénováńı akustického modelu je v praxi nereálné.

Z toho d̊uvodu jsou již dvacet let vyv́ıjeny adaptačńı techniky normalizuj́ıćı testovaćı
data nebo posouvaj́ıćı parametry akustického modelu směrem k testovaćım dat̊um. Úspěšnost
rozpoznáváńı může být d́ıky adaptaci výrazně zlepšena, a to již při použit́ı několika málo
promluv od ćılového řečńıka. Zároveň s řečńıkem jsou adaptovány i akustické podmı́nky při
nahrávańı, jako jsou typické ruchy prostřed́ı, použité nahrávaćı zař́ızeńı atd.

Úkolem trénováńı je vytvořit model dobře odpov́ıdaj́ıćı testovaným dat̊um. V praxi však
obecně máme nehomogenńı data, která obsahuj́ı směs r̊uzných akustických zdroj̊u. Natréno-
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vaný model se pak nazývá multi-style model. Tento model je možno použ́ıt pro testováńı
nebo jej dále adaptovat na testované akustické podmı́nky, č́ım se zvýš́ı jeho efektivita pro
testovaná data. Problém velké variability v trénovaćıch datech t́ım ale neńı úplně odstraněn.
Řešeńım je adaptačńı trénováńı, jehož úkolem je sńıžit variabilitu z trénovaćıch dat a
vytvořit tzv. kanonický model, z něhož je vyloučena jakákoliv informace o prostřed́ı či
řečńıkovi. Kanonický model je následně adaptován na testovaćı podmı́nky.

Tato práce si klade za ćıl vysvětlit principy použ́ıvaných adaptačńıch metod a postupy
adaptačńıho trénováńı. Adaptace je zde popisována jako přizp̊usobeńı se ćılovému řečńıku, ale
z principu věci jde vlastně o obecnou adaptaci na akustické podmı́nky, protože ćılový řečńık
neńı nic jiného než jiný akustický kanál pro přenos hlasu.

Automatickou adaptaćı rozumı́me adaptaci bez vyšš́ıho zásahu člověka, tedy tzv. adap-
taci bez učitele (unsupervized adaptation). Ta nepracuje s předem danými přesnými přepisy
nahrávek, ale s textem z rozpoznávače s ohodnoceńım přesnosti jednotlivých přepis̊u (v́ıce v
podkapitole 3.1).

1.1 Současný stav a struktura práce

Postupy adaptace jsou již dlouhou dobu v popřed́ı zájmu převážně světových ale i tu-
zemských vědeckých pracovǐst’ zabývaj́ıćıch se zpracováńım řeči. Myšlenka adaptace vycháźı
z metod pro trénováńı akustického modelu a je založena na předpokladu malého množstv́ı
trénovaćıch (adaptačńıch) dat. Nové př́ıstupy k trénováńı akustického modelu, využ́ıvaj́ıćı dis-
kriminativńı metody, jsou dále rozv́ıjeny v diskriminativńıch př́ıstupech k adaptaci. Akustický
model a postupy trénováńı jsou popsány v kapitole 2.

Bylo navrženo a dále rozv́ıjeno několik př́ıstup̊u k adaptaci, ze kterých se v dnešńı době
nejv́ıce využ́ıvaj́ı metody lineárńı transformace, metoda maximalizace aposteriorńı pravděpo-
dobnosti (MAP), př́ıpadně jejich kombinace. Tyto a daľśı metody jsou popsány v kapitole 3.

Pro odstraněńı nežádoućı variability v akustickém modelu, a t́ım usnadněńı adaptace
takového modelu, slouž́ı metody adaptačńıho trénováńı. Jim je věnována kapitola 4.

V kapitole 5 jsou uvedeny vlastńı srovnávaćı experimenty jednotlivých nejpouž́ıvaněǰśıch
adaptačńıch metod a adaptačńıho trénováńı.

Adaptačńı metody obvykle zahrnuj́ı adaptaci složek jednotlivých stav̊u akustického mo-
delu, tedy středńıch hodnot a kovariančńıch matic (obvykle diagonálńıch), výjimečně i jejich
váhových koeficient̊u. Předpokládáme-li však, že p̊uvodńı model je multi-style modelem, tedy
jeho trénovaćı data měla značnou varianci, bude tento model obsahovat nadbytečnou infor-
maci i po zadaptováńı na ćılového řečńıka. Lze očekávat, že počet složek bude u zadapto-
vaného modelu nadbytečný, tedy některé složky budou pro ćılového řečńıka ”nedostupné” a
tedy zbytečné. Daľśım problémem je časová náročnost adaptace, často nevhodná pro on-line
aplikace. Závěrečná kapitola 6 se podrobněji zabývá právě těmito dvěma kĺıčovými problémy
a nastiňuje daľśı směr výzkumu na disertačńı práci.
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Kapitola 2

Akustické modelováńı

Tato kapitola si klade za ćıl přibĺıžit čtenáři základńı principy modelováńı řeči pomoćı
akustického modelu reprezentovaného skrytými Markovovými modely (HMM – Hidden
Markov Model). Je zde popsána struktura modelu a postupy při rozpoznáváńı posloupnosti
řeči. Hlavńı d̊uraz je kladen na metody konstrukce HMM, nebot’ ty jsou základem adaptačńıch
technik, jimiž se tato práce zabývá. Detailńı popis trénováńı i využit́ı skrytého Markovova
modelu je možno nalézt v [PMMR06], [YEG+06] nebo [Rab89].

2.1 Struktura akustického modelu

Při rozpoznáváńı souvislé řeči jsou v dnešńı době nejv́ıce dominantńı klasifikátory pra-
cuj́ıćı se statistickými metodami, kdy jsou slova (častěji subslovńı jednotky jako slabiky,
fonémy, trifóny a pod.) modelovány pomoćı HMM. Vyslovená posloupnost slov W je nej-
prve rozčleněna na krátkodobé úseky, tzv. mikrosegmenty, po jejichž dobu předpokládáme, že
parametry hlasového ústroj́ı jsou stacionárńı. Pro každý mikrosegment je vypoč́ıtán vektor
př́ıznak̊u o(t), který tvoř́ı parametrizovaný přepis vyřčené promluvy O = {o(1), o(2), . . . ,o(T )}.
Celá promluva je modelována zřetězeńım subslovńıch model̊u HMM sériově za sebou. Ćılem
rozpoznáváńı je pak nalézt posloupnost slov W ∗, která maximalizuje podmı́něnou pravděpo-
dobnost P (O|W ) pro danou akustickou informaci O.

Jako akustický model je uvažován skrytý Markov̊uv model, patř́ıćı do množiny pravděpo-
dobnostńıch konečných automat̊u, které maj́ı tzv. Markovovu vlastnost, tedy současný stav
modelu je závislý pouze na n stavech předcházej́ıćıch. Skrytý se nazývá proto, že pozorovatel
vid́ı jen výstup, ale posloupnost stav̊u modelu je mu skryta. Použ́ıvaj́ı se zejména tzv. levo-
pravé Markovovy modely, které jsou zvláště vhodné pro modelováńı proces̊u jako je spojitá
řeč, jejichž vývoj je spojen s postupuj́ıćım časem.

Na skrytý Markov̊uv model (př́ıklad na obrázku 2.1) lze pohĺıžet jako na pravděpodobnost-
ńı konečný automat, který přecháźı ze stavu si do stavu sj přes předem dané pravděpodob-
nostńı přechody aij a t́ım generuje náhodnou posloupnost pozorováńı O = {o(1), o(2), . . . ,o(T )}.
Stav sj , do kterého model přejde, generuje př́ıznakový vektor o(t) podle rozděleńı výstupńı
pravděpodobnosti bj(o(t)).

Podmı́něná pravděpodobnost přechodu aij určuje, s jakou pravděpodobnost́ı přecháźı mo-
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Obrázek 2.1: Př́ıklad tř́ıstavového skrytého Markovova modelu použ́ıvaného pro modelováńı trifón̊u, převzatý
z [PMMR06].

del ze stavu si v čase t do stavu sj v čase t + 1

aij = P (s(t + 1) = sj |s(t) = si). (2.1)

Pravděpodobnost přechodu je v čase generováńı akustické informace pro všechny stavy si

konstantńı a pro i = 1, 2, . . . , N − 1 plat́ı:

N
∑

j=2

aij = 1. (2.2)

Výstupńı pravděpodobnost bj(o(t)) popisuje rozděleńı pravděpodobnosti pozorováńı o(t)
produkovaného stavem sj v čase t

bj(o(t)) = p(o(t)|s(t) = sj). (2.3)

Ve stavech akustického modelu pro rozpoznáváńı plynulé řeči se v současné době nejv́ıce
využ́ıvá rozděleńı výstupńı pravděpodobnosti jako směsi M spojitých normálńıch hus-
totńıch funkćı pravděpodobnosti (GMM – Gaussian Mixture Model)

bj(o(t)) =
M
∑

m=1

ωjmbjm(o(t)), (2.4)

kde bjm(o(t)) =
1

√

(2π)n|Cjm|
exp

(

−
1

2
(o(t) − µjm)T C−1

jm(o(t) − µjm)

)

, (2.5)

plat́ı také

∫

o

bj(o)do = 1, (2.6)
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kde M znač́ı počet složek hustotńı směsi, n je dimenze kovariančńı matice, ωjm vyjadřuje váhu
m-té složky j-tého stavu, µjm a Cjm znač́ı středńı hodnotu a kovariančńı matici normálńıho
pravděpodobnostńıho rozložeńı.

2.2 Výpočet pravděpodobnosti promluvy

Určeńı podmı́něné pravděpodobnosti P (O|W ) lze nahradit výpočtem P (O|λ) kde λ je
skrytým Markovým modelem promluvy W . Výpočet pravděpodobnosti generováńı pozoro-
vané posloupnosti O = {o(1), o(2), . . . ,o(T )} modelem λ, u něhož neńı známa posloupnost
stav̊u S = s(0), s(1)...s(T + 1), kterými posloupnost pozorováńı prošla, lze poč́ıtat jako součet
pravděpodobnost́ı všech možných posloupnost́ı stav̊u:

P (O|λ) =
∑

S

P (O, S|λ) =
∑

S

(

as(0)s(1)

[

T
∏

t=1

bs(t)(o(t))as(t)s(t+1)

])

, (2.7)

kde s(0) je vstupńı neemituj́ıćı stav a s(T +1) výstupńı neemituj́ıćı stav modelu λ. Neemituj́ıćı
stavy jsou takové, které negeneruj́ı žádná pozorováńı a nemaj́ı tedy žádné k nim př́ıslušné
rozděleńı pravděpodobnosti. Skryté modely modeluj́ı jednotlivé řečové jednotky, neemituj́ıćı
stavy slouž́ı k pospojováńı těchto jednotek v jakoukoliv řečovou posloupnost.

Př́ımý výpočet P (O|λ) je výpočetně náročný, proto byl navrhnut iteračńı forward-
backward algoritmus, který snižuje složitost výpočtu pr̊uběžným ukládáńım mezivýsledk̊u,
které jsou poté použity pro všechny posloupnosti stav̊u z S se stejnou počátečńı sekvenćı stav̊u.
Alternativou k výpočtu P (O|λ) jako součtu přes všechny možné cesty délky T modelem λ

je aproximovat tuto sumu pouze jednou nejpravděpodobněǰśı posloupnost́ı stav̊u, se kterou
projde posloupnost O modelem λ

PS(O|λ) = max
S

P (O, S|λ) = max
S

(

as(0)s(1)

T
∏

t=1

bs(t)(o(t))as(t)s(t+1)

)

. (2.8)

Pro nalezeńı optimálńı posloupnosti stav̊u a vypočteńı pravděpodobnosti PS(O|λ) se využ́ıvá
tzv. Vitterbi̊uv algoritmus [Vit67] pracuj́ıćı na principu dynamického programováńı.

2.2.1 Rekurzivńı výpočet forward-backward algoritmem

Při výpočtu odpředu (forward) definujeme sdruženou pravděpodobnost αj(t) pozorováńı
posloupnosti prvńıch t akustických vektor̊u {o(1), . . . ,o(t)} konč́ıćı v aktuálńım stavu sj v
čase t za podmı́nky modelu λ

αj(t) = P (o(1), o(2), . . . ,o(t), s(t) = sj |λ). (2.9)

Pro výpočet odzadu (backward) definujeme podmı́něnou pravděpodobnost βj(t) pozo-
rováńı posloupnosti posledńıch T − t akustických vektor̊u {o(t + 1), o(t + 2), . . . ,o(T )} za
podmı́nky, že model λ je v čase t ve stavu sj

βj(t) = P (o(t + 1), o(t + 2), . . . ,o(T )|s(t) = sj , λ). (2.10)
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Konkrétńı algoritmy výpočtu pravděpodobnosti P (O|λ) lze nalézt např. v [PMMR06].
Hledaná pravděpodobnost P (O|λ) může být snadno vyč́ıslena kombinaćı proměnných αj(t)
a βj(t)

P (O|λ) =
N−1
∑

i=2

αi(t)βi(t). (2.11)

2.2.2 Iterativńı Viterbiho algoritmus

Při procházeńı modelu si algoritmus uchovává proměnnou ϕj(t) určuj́ıćı pravděpodobnost
maximálně pravděpodobné posloupnosti stav̊u s(1), s(2), . . . , s(t) = sj pro částečnou posloup-
nost pozorováńı {o(1), o(2), . . . ,o(t)}

ϕj(t) = max
s(1),...,s(t−1)

P (o(1), . . . ,o(t), s(1), . . . , s(t) = sj |λ). (2.12)

Algoritmus postupuje odpředu, ale pro určeńı maximálně pravděpodobné posloupnosti
stav̊u je potřeba si při jeho výpočtu ještě pamatovat v každém časovém kroku t, z kterého stavu
v předchoźım kroku byla vybrána maximálńı hodnota. K tomuto účelu je v algoritmu zavedena
proměnná Ψj(t), která se využ́ıvá při zpětném trasováńı k nalezeńı maximálně pravděpodobné
cesty modelem λ pro posloupnost {o(1), o(2), . . . ,o(T )}. Kompletńı algoritmus lze nalézt
např. v [PMMR06].

2.3 Trénováńı parametr̊u akustického modelu

Stanoveńı topologie skrytého Markovova modelu je úlohou expertńıho návrhu, vycházej́ı-
ćıho z vlastnost́ı spojité řeči. Naopak ke stanoveńı parametr̊u modelu docháźı na základě sta-
tistických metod aplikovaných na trénovaćı data, která jsou předem zanotována [PMMR06].
Parametry skrytého Markovova modelu jsou pravděpodobnosti přechod̊u aij a výstupńı prav-
děpodobnosti bj(.) vyjádřené pomoćı hustotńı směsi normálńıho rozděleńı s vahami ωjm,
středńımi hodnotami µjm a kovariančńımi maticemi Cjm

λ = {aij , ωjm, µjm, Cjm}, kde 1 ≤ i, j ≤ N a 1 ≤ m ≤ M . (2.13)

2.3.1 Metoda maximálńı věrohodnosti (ML)

Jako metoda odhadu parametr̊u bývá pro svou efektivitu často využ́ıvána metoda ma-
ximálńı věrohodnosti (ML – Maximum Likelihood), která maximalizuje výpočet pravdě-
podobnosti modelu

λ∗ = arg max
λ

P (O1, . . . ,OE |λ) (2.14)

pro soubor E známých trénovaćıch promluv {Oe}E
e=1, kde Oe = {oe(1), oe(2), . . . ,oe(Te)}.

Využ́ıvá se Fisherova funkce věrohodnosti

F (O1, . . . ,OE |λ) = P (O1, . . . ,OE |λ) =
E
∏

e=1

P (Oe|λ), (2.15)
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která je maximalizována přes neznámé parametry modelu λ (v praxi se sṕı̌se pracuje s loga-
ritmem věrohodnostńı funkce)

λ̂ = arg max
λ

log
E
∏

e=1

P (Oe|λ) = arg max
λ

E
∑

e=1

log P (Oe|λ). (2.16)

Pro stanoveńı optimálńıch parametr̊u modelu λ, tedy nalezeńı globálńıho maxima věro-
hodnostńı funkce, v podstatě neexistuje žádná explicitńı metoda. Efektivně se však k výpočtu
využ́ıvá iterativńıho Baum-Welchova algoritmu [BPSW70], který je speciálńım př́ıpadem
EM algoritmu (EM – expectation-maximization) [DLR77]. Ten nalezne parametry modelu,
které zabezpeč́ı pouze lokálńı maximum funkce P (O|λ), výsledek tedy záviśı na počátečńı
volbě parametr̊u.

EM algoritmus

Nejprve zavedeme skrytou proměnnou ye, která ponese informaci o indexech stav̊u se(t) a
indexech složek hustotńı směsi me(t), tedy ye je časová posloupnost dvojic [se(t), me(t)], t =
1, . . . , Te. Pak lze odvodit reestimačńı vztahy pro EM algoritmus ze vztahu:

P (Oe|λ) =
∑

ye

P (Oe, ye|λ) =
∑

ye

P (ye|λ)P (Oe|ye, λ) =
∑

ye

P (Oe|λ)P (ye|Oe, λ). (2.17)

Pokud uvažujeme rozd́ıl logaritmů věrohodnostńıch funkćı dvou model̊u λ a λ̄, plat́ı po
úpravě [PMMR06]:

E
∑

e=1

log
P (Oe|λ̄)

P (Oe|λ)
=

E
∑

e=1

∑

ye

P (ye|Oe, λ) log

[

P (Oe, ye|λ̄)

P (Oe, ye|λ)

P (ye|Oe, λ)

P (ye|Oe, λ̄)

]

. (2.18)

Vhodnou úpravou a aplikaćı nerovnosti z ≤ z − 1(z ≥ 0) dostáváme základńı nerovnost
EM algoritmu

E
∑

e=1

log
P (Oe|λ̄)

P (Oe|λ)
≥

E
∑

e=1

∑

ye

P (ye|Oe, λ) log
P (Oe, ye|λ̄)

P (Oe, ye|λ)
= Q(λ, λ̄) − Q(λ, λ), (2.19)

kde Q(λ, λ̄) =

E
∑

e=1

∑

ye

P (ye|Oe, λ) log P (Oe, ye|λ̄). (2.20)

Tato nerovnost ř́ıká, že pokud vybereme model λ̄ tak, abychom dosáhli př́ır̊ustku funkce
Q(λ, λ̄) oproti funkci Q(λ, λ), pak vzroste i logaritmus věrohodnostńı funkce

∑E
e=1 log P (Oe|λ̄).

Výpočet EM algoritmu prob́ıhá iterativně ve dvou kroćıch, nejprve vypočteme očekáváńı (ex-
pectation) funkce Q(λ, λ̄) a následně vybereme takový model λ̄, který maximalizuje (maxi-
malization) funkci Q(λ, λ̄). Odvozeńı algoritmu lze nalézt mimo jiné v [DRN95].

Rozepsáńım pravděpodobnostńı funkce pro jednotlivé parametry hustotńıch směśı mo-
delu λ̄ a dosazeńım do vztahu (2.20) dostáváme vztah pro př́ır̊ustkovou funkci Q(λ, λ̄) s
vyjádřenými parametry hustotńıch směśı
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Q(λ, λ̄) =
E
∑

e=1

∑

ye

P (ye|Oe, λ) log P (Oe, ye|λ̄) =

=
E
∑

e=1

1

P (Oe|λ)

∑

ye

P (Oe, ye|λ) log

[

Te
∏

t=1

(āse(t−1)se(t) + c̄se(t)me
t
+ b̄se(t)me

t (o
e(t))) + āse(Te)se(Te+1)

]

.

(2.21)

Tuto rovnici použijeme k odvozeńı vztah̊u pro trénováńı parametr̊u modelu.

Reestimačńı Baum-Welch̊uv algoritmus

Jde o speciálńı př́ıpad EM algoritmu, plat́ı pro něj tedy stejné vztahy, které byly odvozeny
v předchoźı sekci. Nově odhadnutý model λ̄ v každém kroku (pomoćı maximalizace funkce
Q(λ, λ̄)) zvyšuje pravděpodobnost modelu P (Oe|λ̄) ≥ P (Oe|λ) až do posledńıho kroku, kdy
P (Oe|λ̄) = P (Oe|λ). Popis algoritmu lze nalézt např́ıklad v [PMMR06].

2.3.2 Metoda maximálńı aposteriorńı pravděpodobnosti (MAP)

Metoda maximálńı aposteriorńı pravděpodobnosti (MAP – Maximum A Poste-
riory) [PMMR06] stav́ı také na ML kritériu (viz 2.3.1), rozd́ıl však je v uvažováńı λ jako
náhodného vektoru a ne jako pevnou hodnotu (jak je tomu v metodě ML) . MAP kombinuje
informaci źıskanou apriorńım modelem λ s informaćı z trénovaćıch dat. Výhodou metody
MAP je potřeba menš́ıho množstv́ı trénovaćıch dat oproti metodě ML.

Úlohu nalezeńı parametr̊u λ lze formulovat na základě maximálńı pravděpodobnosti nás-
ledovně:

λ∗ = arg max
λ

P (λ|O1, . . . ,OE). (2.22)

Využit́ım Bayesova pravidla dostáváme vztah:

λ∗ = arg max
λ

P (O1, . . . ,OE |λ)P (λ)

P (O1, . . . ,OE)
. (2.23)

Jmenovatel P (O1, . . . ,OE) je pro všechny hodnoty λ konstantńı, tady vztah (2.23) lze
zjednodušit na tvar

λ∗ = arg max
λ

P (O1, . . . ,OE |λ)P (λ), (2.24)

kde P (λ) je apriorńı informace rozděleńı vektoru parametr̊u, což je jediná odlǐsnost od metody
maximálńı věrohodnosti (2.14). Opět se využije Fisherova funkce věrohodnosti (2.15) jako při
odvozováńı metodou ML.

Pro parametry diskrétńıch rozděleńı, jako je př́ıpad pravděpodobnost́ı přechodu aij a vah
hustotńı směsi ωij , se jako apriorńı hustota voĺı Dirichletovo rozděleńı. Pro mnoharozměrné
normálńı rozděleńı s vektorem středńıch hodnot µ a plnou kovariančńı matićı C se voĺı apri-
orńı hustota ve tvaru normálńıho-Wishartova rozděleńı. Odvozené vztahy pro nové parametry
modelu λ̄ metodou MAP maj́ı následuj́ıćı tvar:

ā1j =
(η1j − 1) +

∑E
e=1

1
P (Oe|λ)α

e
j(1)βe

j (1)
∑N−1

i=2 (η1i − 1) + E
, (2.25)
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āij =
(ηij − 1) +

∑E
e=1

1
P (Oe|λ)

∑Te−1
t=1 αe

i (t)aijbj(o
e(t))βe

j (t + 1)
∑N−1

i=2 (η1i − 1) +
∑E

e=1
1

P (Oe|λ)

∑Te

t=1 αe
i (t)β

e
i (t)

, (2.26)

āiN =
(η1N − 1) +

∑E
e=1

1
P (Oe|λ)α

e
i (Te)β

e
i (Te)

∑N−1
i=2 (η1i − 1) +

∑E
e=1

1
P (Oe|λ)

∑Te

t=1 αe
i (t)β

e
i (t)

, (2.27)

ω̄jm =
(υjm − 1) +

∑E
e=1

∑Te

t=1 γe
jm(t)

∑M
ḿ=1

[

(υjḿ − 1) +
∑E

e=1

∑Te

t=1 γe
jḿ(t)

] , (2.28)

µ̄jm =
τjmζjm +

∑E
e=1

∑Te

t=1 γe
jm(t)oe(t)

τjm +
∑E

e=1

∑Te

t=1 γe
jm(t)

, (2.29)

C̄jm =
ujm +

∑E
e=1

∑Te

t=1 γe
jm(t)(oe(t) − µ̄jm)(oe(t) − µ̄jm)T − τjm(µ̄jm − ζjm)(µ̄jm − ζjm)T

αjm − n +
∑E

e=1

∑Te

t=1 γe
jm(t)

,

(2.30)

kde

γe
jm(t) = γe

j (t)
N (oe(t)|µjm, Cjm)

∑M
ḿ=1 cjḿN (oe(t)|µjḿ, Cjḿ)

. (2.31)

Matice ujm řádu n, vektor ζjm a skaláry τjm, αjm jsou parametry normálńıho-Wishartova
apriorńıho rozděleńı m-té komponenty j-tého stavu a ηij , υjm jsou složky vektor̊u parametr̊u
Dirichletových apriorńıch hustot pravděpodobnost́ı přechod̊u z i-tého do j-tého stavu HMM
a vah m-té komponenty hustotńı směsi j-tého stavu HMM1. Souhrnně se tyto parametry
nazývaj́ı ”hyperparametry” a reprezentuj́ı parametry apriorńıho modelu. Nalezeńı hyperpara-
metr̊u je složitý problém, jednou z možnost́ı je odhadovańı př́ımo z trénovaćıch dat [PMMR06].

2.3.3 Diskriminativńı trénováńı (DT)

Nejpouž́ıvaněǰśı př́ıstup k trénováńı (ML kritérium) je vhodný pro rychlé vytvořeńı dobrého
modelu využit́ım Baum-Welchova algoritmu. Tento př́ıstup vykazuje nejlepš́ı vlastnosti za
určitých předpoklad̊u, které je však často velmi obt́ıžné splnit. Jedńım z nich je staciona-
rita řečového ústroj́ı v mikrosegmentech řeči, tedy že řeč je generována diskrétně. Druhým
nesplnitelnou podmı́nkou je předpoklad nekonečného množstv́ı dat pro trénováńı [Yu06].
Pro překonáńı těchto problémů byla navržena alternativńı diskriminativńı kritéria pro
trénováńı (DT – Discriminative Training) HMM modelu. V mnoha odborných praćıch
bylo dokázáno [Pov03], že diskriminativńı trénováńı muže zlepšit úspěšnost rozpoznáváńı
vytvořeného modelu formulováńım funkce, která penalizuje parametry snižuj́ıćı správnost
rozpoznáváńı. Diskriminativńı trénováńı se snaž́ı nastavit parametry modelu tak, aby jednot-
livé stavy odpov́ıdaly svým pozorováńım s největš́ı pravděpodobnost́ı a zároveň minimalizuje
pravděpodobnost pozorováńı patř́ıćıch jiným stav̊um modelu.

1Pro hodnoty ηij = 1, υjm = 1, ujm = 0 a αjm = n nabývaj́ı vztahy (2.25) až (2.30) pro metodu MAP

stejného tvaru jako rovnice pro metodu ML, tedy apriorńı rozložeńı nenese žádnou informaci a odhad nových

parametr̊u je proveden jen na základě trénovaćıch dat.
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Jednotlivá diskriminativńı kritéria:

• Maximalizace vzájemné informace (MMI – Maximum Mutual Information)[Cho90]
umožňuje vybrat sekvenci slov s minimálńı nejistotou správné hypotézy. Tento př́ıstup
využ́ıvá informaci o správném přepisu promluvy O (tzv. referenčńı přepis Wref) a in-
formaci o všech možných přepisech W (včetně toho správného). V praxi jsou uvažovány
pouze N-nejlepš́ı přepisy źıskané z rozpoznávače nebo N-nejpravděpodobněǰśıch cest ze
slovńı mř́ıžky. Toto kritérium lze napsat ve formě

FMMI(λ) =
pκ(O|Wref , λ)P (Wref )
∑

W pκ(O|W, λ)P (W )
, (2.32)

kde Wref je přepis nahrávky O, zat́ımco W znač́ı všechny možné přepisy, včetně toho
správného. λ je HMM model. κ je empiricky volený faktor, kterým lze měnit poměr
mezi pravděpodobnost́ı správného přepisu a pravděpodobnost́ı ostatńıch přepis̊u, tedy
lze j́ım regulovat mı́ru diskriminativnosti výsledného modelu. Podobné kritérium Ma-
ximalizace vzájemné informace pomoćı diskriminace pozorováńı (MMI-FD –
Maximum Mutual Information Frame Discrimination) [PW99] pracuje př́ımo s vektory
pozorováńı a jejich př́ıslušnost́ı ke stav̊um modelu namı́sto informaćı ze slovńı mř́ıžky.

• Minimalizace chyby klasifikace (MCE – Minimum Classification Error)[MHSN05]
minimalizuje chybu očekáváńı přidáńım ztrátové funkce l(W, Wref ) k disktriminativńımu
kritériu

FMCE(λ) =
pκ(O|Wref , λ)P (Wref )
∑

W pκ(O|W, λ)P (W )
l(W, Wref ), (2.33)

kde opět Wref je referenčńı přepis nahrávky O, W znač́ı všechny možné přepisy a κ je
empiricky volený faktor. Možnost́ı jak vypoč́ıtat l(W, Wref ) je uvažovat minimalizaci
chyby fonému (MPE – Minimum Phone Error) [Pov03] nebo minimalizaci chyby
slova (MWE – Minimum Word Error) [SM98].

Výše vyjmenované př́ıstupy jsou vzájemně kombinovatelné, což přináš́ı daľśı zlepšeńı účinnosti
akustického modelu [ZS05]. Nevýhodou diskriminativńıho př́ıstupu je potřeba větš́ıho množstv́ı
dat pro trénováńı než pro klasické ML kritérium.
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Kapitola 3

Metody adaptace

Skrytý Markovov̊uv model (HMM – Hidden Markov Model) v kombinaci s modelem
Gaussovských směśı (GMM – Gaussian Mixture Model) se v posledńı době stal účinným
nástrojem pro modelováńı akustických př́ıznak̊u v úloze rozpoznávańı řeči [PMMR06]. Pro
natrénováńı modelu je potřeba velkého množstv́ı dat od velkého počtu řečńık̊u. Výsledný
model, na řečńıku nezávislý (SI – Speaker Independent), pak dovede rozpoznávat řeč libo-
volného řečńıka (viz obr. 3.1). Trénovaćı data pro SI model jsou v jisté mı́̌re pr̊uměrná, pokud

data pro trénování

řečník 1

...

řečník N

data pro adaptaci

řečník 1

MODELOVÁNÍ

ADAPTACE
akustická data

akustická
data

SI
model

SA
model

Obrázek 3.1: Schématické znázorněńı adaptace.

je však totožnost řečńıka při rozpoznáváńı známá, bylo by možné dosáhnout větš́ı úspěšnosti
natrénováńım modelu jenom z dat konkrétńıho řečńıka, kterého budeme cht́ıt testovat. Ta-
kovému modelu se pak ř́ıká na řečńıku závislý (SD – Speaker Dependent). Problémem při
tvorbě SD modelu je nutnost mı́t k dispozici velký počet trénovaćıch promluv od jednoho
řečńıka, což je v praxi často nemožné źıskat. Řešeńı poskytuje adaptace SI modelu na data
konkrétńıho řečńıka, vzniklý model je na řečńıka adaptovaný (SA – Speaker Adaptive).
Jde vlastně o transformaci SI modelu ve smyslu dosažeńı maximálńı pravděpodobnosti pro
nová data (viz obrázek 3.2).

Na rozd́ıl od vlastńıho trénováńı akustického modelu využ́ıvá adaptace apriorńı znalost
o rozložeńı parametr̊u akustického modelu. Tato znalost je obvykle odvozována z předem
natrénovaného SI modelu. Adaptace přizp̊usobuje SI model tak, aby byla maximalizována
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Obrázek 3.2: Ilustrativńı př́ıklad adaptace modelu. Hustoty rozložeńı složek SI modelu (zde reprezentovány
elipsou) se ”posunou” ve směru adaptačńıch dat tak, aby SA model tato data lépe modeloval.

pravděpodobnost adaptačńıch dat:

λ∗ = arg max
λ

P (O1, . . . ,OE |λ)P (λ), (3.1)

kde P (λ) představuje apriorńı informaci o rozděleńı vektoru parametr̊u modelu λ (dána ob-
vykle SI modelem), Oe = {oe(1), oe(2), . . . ,oe(Te)}, e = 1, . . . , E, je posloupnost vektor̊u
př́ıznak̊u přidružených jednomu řečńıkovi, λ∗ je nejlepš́ım odhadem parametr̊u SA modelu.

3.1 Obecné děleńı adaptačńıch metod

Adaptačńıch př́ıstup̊u a z nich vyplývaj́ıćıch r̊uzných metod k adaptaci je velké množstv́ı.
Obecně je možné dělit tyto metody dle několika kritéríı podle jejich vlastnost́ı.

• Adaptace může prob́ıhat bud’ za chodu aplikace (on-line), nebo může být provedena
před vlastńım testováńım (off-line).

• Pokud máme při adaptaci k dispozici přesný fonetický přepis adaptačńıch dat, znač́ıme
úlohu za adaptaci s učitelem (supervised adaptation). Pokud však přesný přepis
nemáme, adaptace bez učitele (unsupervised adaptation), lze jej nahradit auto-
matickým přepisem pomoćı SI modelu. Výsledný přepis obvykle obsahuje nepřesnosti
a chyby, které lze odstranit např́ıklad využit́ım adaptovaného modelu v daľśı iteraci
(zpřesňujeme přepis a t́ım i SA model), popř́ıpadě uvažováńım mı́ry jistoty (CM – Cer-
tainty Measure) [WSMN01] přepsaných slov jako výstupu z jazykového modelu (bereme
jen slova, která se rozpoznala s dostatečně velkou jistotou).

• Adaptačńı metody lze dělit podle toho, zda transformuj́ı parametry modelu (mo-
del transform) nebo transformuj́ı vektory pozorováńı (feature transform). Druhá
možnost má výhodu v pamět’ových nároćıch, protože si neńı třeba pamatovat pro
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každého řečńıka celý model ale jen transformaci, která uprav́ı jeho testované nahrávky
na lepš́ı rozpoznáńı SI modelem.

• Pokud jsou při adaptaci použita všechna data najednou, jedná se o dávkovou adap-
taci (batch adaptation). Pokud se však systém adaptuje postupně, jak přicházej́ı nová
adaptačńı data, jde o inkrementálńı adaptaci (incremental adaptation), která se
nejčastěji použ́ıvá v on-line systémech.

• Pro vygenerováńı SA modelu lze použ́ıt př́ıstup generativńı adaptace (generative
adaptation), kdy složky modelu nejlépe reprezentuj́ı svá data. Jiným př́ıstupem je dis-
kriminativńı adaptace (discriminative adaptation), kdy složky SA modelu nejlépe
reprezentuj́ı svá data, ale nav́ıc se co nejméně vzájemně překrývaj́ı.

• Při určováńı efektivity adaptačńıch metod lze uvažovat také množstv́ı dat, které jsou
pro adaptaci k dispozici. Adaptovaný SA model konverguje k modelu SD konkrétńıho
řečńıka při dostatečném množstv́ı adaptačńıch dat (množstv́ı, které by bylo potřebné
pro vlastńı natrénováńı SD modelu). Na druhou stranu, pro menš́ı počet adaptačńıch
dat je adaptace rychlá a přitom je dobrou aproximaćı SD modelu.

Parametry, které nesou nejd̊uležitěǰśı informaci o řečńıkovi, jsou středńı hodnoty a kova-
riančńı matice výstupńıch pravděpodobnost́ı stav̊u HMM tvořených GMM. Následuj́ıćı vzorce
jsou pro jednotlivé adaptačńı techniky společné a v daľśım textu na ně bude odkazováno.

Necht’

γe
jm(t) =

ωjmp(oe(t)|jm)
∑M

m=1 ωjmp(oe(t)|jm)
(3.2)

je aposteriorńı pravděpodobnost, že pozorováńı o(t) je generováno m-tou složkou Gaussovské
směsi j-tého stavu HMM. ωjm, µjm a Cjm je váha, středńı hodnota a kovariančńı matice
m-té složky v j-tém stavu HMM, pak lze definovat

cjm =
E
∑

e=1

Te
∑

t=1

γe
jm(t) (3.3)

jako obsazeńı m-té složky v j-tém stavu HMM přes všechny časy t a vektor

εjm(o) =

∑E
e=1

∑Te

t=1 γe
jm(t)oe(t)

∑E
e=1

∑Te

t=1 γe
jm(t)

(3.4)

resp. εjm(o · oT ) =

∑E
e=1

∑Te

t=1 γe
jm(t)oe(t)oeT (t)

∑E
e=1

∑Te
t=1 γe

jm(t)
(3.5)

jako pr̊uměrnou hodnotu počtu př́ıznak̊u ve vektoru př́ıznak̊u patř́ıćıch m-té složce GMM v
j-tém stavu HMM.

3.2 Metoda maximálńı aposteriorńı pravděpodobnosti (MAP)

Metoda maximálńı aposteriorńı pravděpodobnosti (MAP – Maximum A-Posteriori)
je založena na Bayesově metodě odhadu parametr̊u akustického modelu s jednotkovou ztrá-
tovou funkćı [GL94]. Nástin odvozeńı metody byl uveden v podkapitole 2.3.2, kde byly také
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uvedeny vztahy pro přepočet nových parametr̊u modelu λ̄, které maximalizuj́ı funkci Q(λ̄, λ).
V př́ıpadě adaptace odpadá problém hledáńı apriorńıch parametr̊u (tzv. hyperparametr̊u).
Jako apriorńı model je brán v úvahu právě námi adaptovaný SI model. Zbylé hyperparametry
maj́ı význam experimentálně určené adaptačńı konstanty τ . V praxi je výhodné adaptovat
předevš́ım vektory středńıch hodnot µjm, popř́ıpadě i kovariančńı matice Cjm a váhy ωjm

jednotlivých složek hustotńıch směśı modelu, zbylé parametry z̊ustávaj́ı totožné s apriorńım
modelem.

Z (2.25) až (2.27) lze odvodit následuj́ıćı vztahy pro MAP adaptaci:

ω̄jm =
[αjmcjm

T
+ (1 − αjm)ωjm

]

χ , (3.6)

µ̄jm = αjmεjm(o) + (1 − αjm)µjm , (3.7)

C̄jm = αjmεjm(o · oT ) + (1 − αjm)(Cjm + µjmµT
jm) − µ̄jmµ̄T

jm , (3.8)

αjm =
cjm

cjm + τ
, (3.9)

kde cjm a εjm(o) jsou definovány vztahy (3.3), respektive (3.4). χ je normalizačńı parametr,
který garantuje, že všechny adaptované váhy každého GMM budou v součtu rovny jedné.
αjm je adaptačńı koeficient, který kontroluje rovnováhu mezi starými a novými parametry.
K tomu je využ́ıvána empiricky určená konstanta τ , která nám ř́ıká, jak moc se maj́ı staré
parametry posunout ve směru nových parametr̊u určených z adaptačńıch dat. Č́ım v́ıce dat
k danému parametru máme, t́ım méně se p̊uvodńı hodnota projev́ı na výsledku. Při malém
počtu adaptačńıch dat pro konkrétńı parametr se adaptace metodou MAP pro tento parametr
neprojev́ı. Adaptovaný model metodou MAP konverguje k výsledku źıskanému klasickým
trénováńım pro dostatečné množstv́ı dat.

3.2.1 Diskriminativńı MAP (DMAP)

Klasická metoda MAP je založena na kritériu ML, viz (2.14). Takto adaptovaný model trṕı
stejnými problémy, které byly zmı́něny v úvodu do diskriminativńıho trénováńı 2.3.3. Metoda
diskriminativńı MAP (DMAP – Discriminative MAP) naproti tomu stav́ı na některých
z kritéríı definovaných pro diskriminativńı trénováńı 2.3.3, jako je např́ıklad v [GRP00]
kritérium MMI (2.32). Maximalizováńım MMI kritéria zabezpeč́ıme rostoućı pravděpodobnost
pro správné přepisy, zat́ımco pravděpodobnost pro ostatńı přepisy se bude snižovat, což vede
k diskriminativńımu charakteru adaptace.

Pomoćı MMI kritéria lze odvodit vztahy pro DMAP adaptaci. Na rozd́ıl od klasického
MAP se nasč́ıtávaj́ı statistiky γjm(t) a γden

jm (t), kde γjm(t) se poč́ıtá dle čitatele MMI kritéria,
tedy stejně jak je definováno v (3.2), zat́ımco horńı index den označuje jmenovatel MMI
kritéria, tedy γden

jm (t) je poč́ıtáno právě s využit́ım všech možných přepis̊u.

Pro DMAP je pak nutno pravděpodobnostńı momenty cjm(t), εjm(o) a εjm(o·oT ) nahra-
dit rozd́ılem p̊uvodńı hodnoty, vypočtené dle vzorc̊u (3.3),(3.4), respektive (3.5), a hodnoty
spočtené stejnými vztahy, pouze γjm(t) je nahrazeno γden

jm (t).

Podrobněǰśı odvozeńı DMAP pro diskriminativńı kritérium MMI i MPE lze nalézt např.
v [PGKW03].
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3.3 Metody adaptace založené na lineárńı transformaci

Základńım nedostatkem adaptačńı metody MAP je potřeba dostatečného množstv́ı dat
pro každý parametr akustického modelu. Jelikož je adaptovaných parametr̊u v modelu velmi
mnoho, metoda vyžaduje nemalé množstv́ı adaptačńıch nahrávek, kterých se nám často ne-
dostává. Metody založené na lineárńıch transformaćıch [Gal97] omezuj́ı počet volných
parametr̊u modelu shlukováńım akusticky podobných složek stav̊u do tř́ıd C, které pak adap-
tuj́ı stejným zp̊usobem. Dı́ky shlukováńı složek poskytuj́ı tyto metody dobré výsledky i s re-
lativně malým počtem adaptačńıch dat (v porovnáńı s MAP) a samotná adaptace pak může
být mnohem rychleǰśı. Metody se snaž́ı pro každý shluk nalézt takovou lineárńı transfor-
maci, kdy by adaptované parametry akustického modelu lépe odpov́ıdaly hlasu konkrétńıho
řečńıka. Všechny parametry v jednom shluku se pak adaptuj́ı stejnou lineárńı transformaćı.
Pro výpočet transformace je pak dostatek dat a adaptačńımi daty nepokryté parametry jsou
také zadaptovány. Vı́ce o shlukováńı parametr̊u v podkapitole 3.3.4.

V této práci rozlǐsujeme dva zp̊usoby lineárńıch transformaćı modelu, a to neomezenou
(unconstrained) a omezenou (constrained) transformaci. Prv́ı z nich použ́ıvá jiné trans-
formačńı vztahy pro středńı hodnoty a jiné pro kovariančńı matice, na rozd́ıl od druhého
zp̊usobu, kde jsou tyto parametry transformovány stejnou transformačńı matićı. Dále lze u
každé metody rozlǐsit, zda je adaptace zaměřena na transformaci parametr̊u modelu nebo
na transformaci př́ıznak̊u pozorováńı.

3.3.1 Metoda maximálńı věrohodné lineárńı regrese (MLLR)

Nejčastěji použ́ıvaná adaptačńı technika ze skupiny lineárńıch transformaćı je metoda ma-
ximálńı věrohodné lineárńı regrese (MLLR – Maximum Likelihood Linear Regression)
[PS06]. Metoda je založena na neomezené transformaci, tedy středńı hodnoty a kovariančńı
matice jsou transformovány r̊uznými transformacemi. Předpokládejme opět adaptačńı data
ve formě Oe = {oe(1), oe(2), . . . ,oe(Te)}, e = 1, . . . , E.

Lineárńı transformace středńı hodnoty je dána:

µ̄jm = A(n)µjm + b(n) = W(n)ξjm, (3.10)

kde µjm je stará (p̊uvodńı) středńı hodnota m-té složky GMM v j-tém stavu HMM, µ̄jm je
nová (adaptovaná) středńı hodnota, ξT

jm = [µT
jm, 1] je p̊uvodńı středńı hodnota rozš́ı̌rená o 1,

A(n) je regresńı matice a b(n) je aditivńı vektor, W(n) = [A(n), b(n)] je transformačńı matice
pro tř́ıdu Cn.

Transformace kovariančńı matice je vyjádřena vztahem:

C̄jm = LH(n)L
T , (3.11)

kde H(n) je transformačńı matice pro tř́ıdu Cn a L je Choleskiho faktor matice Cjm. Ekvi-
valentně lze vztah (3.11) zapsat ve tvaru

C̄jm = H(n)CjmHT
(n). (3.12)

Úloha nalezeńı lineárńıch transformačńıch matic je vázána na nalezeńım optima následu-
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j́ıćı funkce:

Q(λ, λ̄) = const−
1

2

∑

bjm∈λ

E
∑

e=1

Te
∑

t=1

γjm(t)(cjm + log |C̄jm|+ (oe(t)− µ̄jm)T C̄−1
jm(oe(t)− µ̄jm)).

(3.13)

Implementačně lze rozdělit úlohu na dvě části, nalezeńı transformaćı pro středńı hodnoty
(3.10) a pro kovariančńı matice zvlášt’, viz (3.11) nebo (3.12).

Metoda MLLR pro středńı hodnoty (MLLRmean)

Naš́ım úkolem je nalézt matici W(n) = [A(n), b(n)], která transformuje středńı hodnoty
všech gaussovských složek bjm patř́ıćıch do shluku Cn, tedy maximalizovat optimalizačńı
funkci (3.13) [Gan05]. Provedeńım derivace a vhodnou úpravou lze dostat vztah

∑

bjm∈Cn

E
∑

e=1

Te
∑

t=1

γe
jm(t)C−1

jmoe(t)ξT
jm =

∑

bjm∈Cn

E
∑

e=1

Te
∑

t=1

γe
jm(t)C−1

jmW(n)ξjmξT
jm. (3.14)

Výraz (3.14) lze pro zjednodušeńı intuitivně přepsat zavedeńım substitučńı matice Z(n)

za celou levou část rovnice a VjmDjm za pravou část uvnitř sumy přes složky shluku Cn.
Zredukovaný tvar rovnice je pak

Z(n) =
∑

bjm∈Cn

VjmW(n)Djm. (3.15)

Řešeńı rovnice (3.15) je výpočetně náročné, proto se v praxi v́ıce využ́ıvá výpočet přes řádky
matice W(n), který předpokládá model s diagonálńımi kovariančńımi maticemi. Je-li matice
Cjm diagonálńı (tedy vektor σ2

jm = diag(Cjm)), pak je diagonálńı i matice Vjm. i-tý řádek
matice W(n) lze pak spoč́ıtat pro všechna i = 1, . . . , I ze vztahu

wT
i = zT

i G−1
i (3.16)

kde

Gi =
∑

bjm∈Cn

1

σjm(i)2
ξjmξT

jm

E
∑

e=1

Te
∑

t=1

γe
jm(t). (3.17)

Nepatrně odlǐsné odvozeńı výpočtu transformačńı matice W(n) za předpokladu diagonál-
ńıch kovariančńıch matic lze nalézt v [PS06]. Uvedeno je zde pro lepš́ı návaznost na odvozeńı
vztah̊u pro omezenou transformaci fMLLR (Feature MLLR) v podkapitole 3.3.2. Odvozeńı
využ́ıvá vztahy (3.2), (3.3), (3.4) definované na začátku této kapitoly.

Část optimalizačńı funkce (3.13), která je závislá na W(n), je:

QW(n)
= const −

∑

bjm∈Cn

cjm

I
∑

i=1

(wT
(n)iξjm)2 − 2(wT

(n)iξjm)εjm(o)(i)

σ2
jm(i)

. (3.18)

Rovnice (3.18) může být dále přepsána na tvar:

QW(n)
= wT

(n)ik(n)i − 0.5wT
(n)iG(n)iw(n)i, (3.19)
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kde

k(n)i =
∑

bjm∈Cn

cjmξjmεjm(o)(i)

σ2
jm(i)

(3.20)

a

G(n)i =
∑

bjm∈Cn

cjmξjmξT
jm

σ2
jm(i)

, (3.21)

Pak maximalizováńım rovnice (3.19) dostáváme:

w(n)i = G−1
(n)ik(n)i. (3.22)

Metoda MLLR pro kovariančńı matice (MLLRcov)

Tato metoda [Gan05] se poč́ıtá ve dvou kroćıch, nejprve transformujeme středńı hodnoty
(stejný postup jako u metody MLLRmean), poté kovariančńı matice. Postupně źıskáváme
modely: λ = {µ, C}, λ̄ = {µ̄, C}, λ̃ = {µ̄, C̄} a plat́ı pro ně: p(O|λ) ≤ p(O|λ̄) ≤ p(O|λ̃). Jak
již bylo zmı́něno, lze transformaci kovariančńı matice spoč́ıtat dvěma zp̊usoby. Prvńı vycháźı
z rovnice (3.11), kde L je źıskáno Choleskiho rozkladem matice C = LLT . Pak nejlepš́ı odhad
transformačńı matice H(n) lze źıskat [Gal97]

H(n) =

∑

bjm∈Cn

(

(L−1
jm)T

[

∑E
e=1

∑Te

t=1 ye
jm(t)(oe(t) − µ̄jm)(oe(t) − µ̄jm)

]

L−1
jm

)

∑

bjm∈Cn

∑E
e=1

∑Te

t=1 ye
jm(t)

. (3.23)

Rozpoznáváńı s takto adaptovaným modelem je značně výpočetně náročné (pokud uvažujeme
plné kovariančńı matice), protože logaritmus věrohodnosti L vektoru pozorováńı o(t) daný
transformovaným modelem λ̃ je poč́ıtán jako logaritmus normálńıho rozděleńı N

logL(oe(t), µ, C, W , H) = logN (oe(t), µ̄, C̄), (3.24)

kde C̄ bude nadále plná kovariančńı matice, W a H jsou transformačńı funkce źıskané při
adaptaci MLLRmean resp. MLLRcov.

Pokud však předpokládáme p̊uvodńı kovariančńı matice modelu diagonálńı, je efektivněǰśı
vycházet ze vztahu (3.12) a poč́ıtat transformačńı matici po řádćıch. Vektor σ2

jm = diag(Cjm)
je diagonála kovariančńı matice Cjm. i-tý řádek transformačńı matice H(n), tedy h(n)i, lze
iterativně vypoč́ıtat jako:

h−1
(n)i = v(n)iG

−1
(n)i

√

√

√

√

∑

bjm∈Cn

∑E
e=1

∑Te

t=1 γe
jm(t)

v(n)iG
−1
(n)iC

T
jm(i)

, (3.25)

kde

G(n)i =
∑

bjm∈Cn

1

σ2
jm(i)

E
∑

e=1

Te
∑

t=1

γe
jm(t)(oe(t) − µjm)(oe(t) − µjm)T (3.26)

a v(n)i je kofaktor matice H−1
(n).
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Alternativńı výpočet výsledného logaritmus věrohodnosti L pro konkrétńı Gausian ze
tř́ıdy Cn může být nyńı poč́ıtán

logL(oe(t)|µjm, Cjm, W(n), H(n)) = logN (H−1
(n)o

e(t); H−1
(n)µ̄jm, Cjm) − 0.5 log(|H(n)|

2),

(3.27)

Druhý z uvedených vztah̊u je méně výpočetně náročný, protože neńı zapotřeb́ı inverze
matice H ani dvojitého násobeńı kovariančńı matice C transformačńı matićı H, viz (3.11) .

3.3.2 Metoda MLLR pro transformace vektor̊u pozorováńı (fMLLR)

Metoda maximálńı věrohodné lineárńı regrese vektor̊u pozorováńı (fMLLR –
feature Maximum Likelihood Linear Regression) [Gal97] je zaměřena na lineárńı transformaci
vektoru př́ıznak̊u O, sṕı̌se než na transformaci samotného akustického modelu. To přináš́ı
výhody převážně v rychlosti adaptace (neńı potřeba transformovat rozsáhlý model s tiśıcem
př́ıznak̊u) a v pamět’ové náročnosti (pamatujeme si pouze transformaci, nikoliv celý nový
model pro každého z řečńık̊u). Transformace modelu metodou fMLLR je však v zásadě možná
pouhým přepisem transformačńıch vztah̊u do jiné formy (viz ńıže), pak je metoda nazývána
omezenou MLLR (CMLLR – Constrained Maximum Linear Regression). Z principu metody
je zřejmé, že jde o omezenou transformaci, tedy středńı hodnoty a kovariančńı matice jsou
transformovány stejnou transformaćı

ōe(t) = A(n)o
e(t) + b(n) = A−1

(n)co
e(t) + A−1

(n)cb(n)c = W(n)ξ
e(t), (3.28)

kde W(n) = [A(n), b(n)] je transformačńı matice, ξeT (t) = [oeT (t), 1] je rozš́ı̌rený vektor
př́ıznak̊u a A(n)c, b(n)c jsou matice pro ekvivalentńı transformaci parametr̊u akustického mo-
delu

µ̄jm = A(n)cµjm − b(n)c, (3.29)

a
C̄jm = A(n)cCjmAT

(n)c, (3.30)

Optimalizačńı funkce pro odhad transformaćı nabývá tvaru:

Q(λ, λ̄) = const−
1

2

∑

bjm∈λ

TE
∑

t,e=1

γe
jm(t)(cjm+log |Cjm|−log(|A(n)|

2)+(ōe(t)−µjm)T C−1
jm(ōe(t)−µjm)).

(3.31)

Analogicky jako v odvozeńı pro metodu MLLRmean 3.3.1 lze optimalizačńı funkci (3.31)
upravit na tvar [PS06]

QW(n)
(λ, λ̄) = log(|A(n)|) −

I
∑

i=1

wT
(n)iki − 0.5wT

(n)iG(n)iw(n)i, (3.32)

kde

k(n)i =
∑

jm∈Cn

cjmµjm(i)ε(ξ)jm

σ2
jm(i)

, (3.33)

G(n)i =
∑

jm∈Cn

cjmε(ξξT )jm

σ2
jm(i)

, (3.34)
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ε(ξ)jm = [ε(o)jm; 1], (3.35)

a

ε(ξξT )jm =

[

ε(ooT )jm ε(o)jm

ε(o)T
jm 1

]

. (3.36)

Pro nalezeńı řešeńı rovnice (3.32) muśıme vyjádřit matici A(n) ve tvaru W(n). Je možné

matematicky dokázat, že log(|A|) = log(|wT
i vi|), kde vi je kofaktor matice A(n) rozš́ı̌rený

o nulu v posledńı dimenzi. Maximalizováńım funkce (3.32) dostáváme řešeńı:

w(n)i = G−1
(n)i(

v(n)i

f
+ k(n)i) . (3.37)

Lze dokázat, že f1,2 je řešeńım kvadratické rovnice, jej́ıž koeficienty jsou

[a, b, c] = [β(n),−cT
(n)iG

−1
(n)ik(n)i,−vT

(n)iG
−1
(n)iv(n)i] , (3.38)

β(n) =
∑

jm∈Cn

∑

t

γe
jm(t) . (3.39)

Po dosazeńı vypočteného f1,2 do rovnice (3.37) dostáváme dvě řešeńı w
1,2
(n)i. Vyb́ıráme takové,

které maximalizuje pomocnou funkci (3.32).

Následně můžeme spoč́ıtat logaritmus pravděpodobnosti pro metodou CMLLR jako:

logL(oe(t)|µjm, Cjm, A(n)c, b(n)c) = logN (oe(t); A(n)cµjm − b(n)c, A(n)cCjmAT
(n)c), (3.40)

nebo pro metodu fMLLR jako:

logL(oe(t)|µjm, Cjm, A(n), b(n)) = logN (A(n)o
e(t) + b(n); µjm, Cjm) + 0.5 log(|A(n)|

2).
(3.41)

Odhad matice W(n) = [A(n), b(n)] je iterativńı procedura, naš́ım úkolem je tedy na začátku
inicializovat matice A(n) a b(n). Matice A(n) je inicializována jako diagonálńı matice s jed-
notkovou diagonálou a vektor b(n) je volen jako nulový. Iterace skonč́ı tehdy, když změna
v parametrech transformačńı matice W(n) je zanedbatelná (obvykle po 20 iteraćıch).

3.3.3 Diskriminativńı lineárńı transformace (DLT)

U metody diskriminativńı lineárńı transformace (DLT – Discriminative Linear Trans-
formation) je, stejně jako v metodě DMAP 3.2.1, ML kritérium (2.14) nahrazeno některým z
diskriminativńıch kritéríı pro trénováńı (viz 2.3.3). Např́ıklad v práci [UW01] je využito MMI
kritérium (2.32) a tzv. H-kriteriálńı funkce (H-Criterion)

(α − 1)FML(λ) −FMMI(λ), (3.42)

kde uživatelsky volitelný parametr α ≥ 1 zajist́ı kombinaci kritéríı MMI a ML. Kriteriálńı
funkce (3.42) lze dle [UW01] přepsat do tvaru

∑

bjm∈Cn

E
∑

e=1

Te
∑

t=1

(αγnum
jm (t) − γden

jm (t))C−1
jmoe(t)ξT

jm =

=
∑

bjm∈Cn

E
∑

e=1

Te
∑

t=1

(αγnum
jm (t) − γden

jm (t))C−1
jmW (n)ξjmξT

jm,

(3.43)
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kde ξjm je rozš́ı̌rený vektor středńı hodnoty j-tého stavu HMM m-té složky GMM, oe(t)
je vektor pozorováńı a γe

jm(t) je aposteriorńı pravděpodobnost, že pozorováńı oe(t) je gene-
rováno m-tou složkou j-tého stavu HMM. Horńı index num nebo den označuje čitatel nebo
jmenovatel zlomku (2.32), který je použit k vypoč́ıtáńı hodnoty γe

jm(t). Rovnice (3.43) je
formálně shodná s rovnićı (3.14) pro výpočet MLLR transformaćı, jen γe

jm(t) je zde nahra-

zeno (αγnum
jm (t)−γden

jm (t)). Stejný postup může být aplikován i pro odvozeńı transformaćı pro
kovariančńı matice.

Stejná myšlenka je rozv́ıjena i v práci [TDB05] zabývaj́ıćı se diskriminativńı lineárńı
transformaćı pro vektory pozorováńı. Opět je zde nahrazeno ML MMI kritériem. Po-
dobný př́ıstup k DLT založený na MPE kritérui (2.33) je popsán v [WW04].

3.3.4 Shlukováńı podobných parametr̊u modelu

Výhodou metod založených na lineárńı regresi (jako je např. metoda MLLR nebo fMLLR)
je možnost nashlukováńı podobných parametr̊u modelu (jednotlivé směsi GMM definované
středńı hodnotou a kovariančńı matićı) dle potřeby a množstv́ı adaptačńıch dat. Všechny
parametry patř́ıćı do jednoho shluku jsou transformovány stejnou transformaćı. Počet shluk̊u
zálež́ı na množstv́ı adaptačńıch dat. Před výběrem shlukovaćı metody je třeba si položit dvě
otázky:

• jak vhodně nashlukovat parametry do jedné tř́ıdy, aby pro ně mohla být použita stejná
transformace a

• kolik transformaćı je potřeba pro dané množstv́ı adaptačńıch dat.

Vlastńı shluky mohou být vytvořeny a zafixovány před adaptaćı, pak se jedná o zafixo-
vané regresńı tř́ıdy. Pro zajǐstěńı flexibility a robustnosti shlukováńı bylo v článku [LW95]
navrženo použit́ı regresńıho stromu pro hierarchické shlukováńı parametr̊u modelu do re-
gresńıch tř́ıd.

Regresńı strom je obvykle binárńım stromem, kde každý uzel stromu reprezentuje jeden
shluk Ci, i = 1, . . . , I, parametr̊u modelu. Ke každé tř́ıdě může být přǐrazena transformace
W(n), n = 1, . . . , N , (obvykle je N < I, protože se budou poč́ıtat pouze ty transformace, pro
které je dostatečný počet aktuálńıch adaptačńıch dat). Kořenový uzel obsahuje všechny pa-
rametry (složky GMM) celého modelu a každý finálńı list regresńıho stromu obsahuje pouze
jednu konkrétńı složku Gm, m = 1, . . . , M , kde v tomto př́ıpadě M určuje počet všech kom-
ponent všech stav̊u akustického modelu.

Regresńı strom je využit jako apriorńı informace o všech možných variantách shlukováńı
v prostoru parametr̊u modelu. Podle množstv́ı a typu adaptačńıch dat je vybráno vhodné
rozděleńı prostoru parametr̊u podle ”řezu” (viz př́ıklad na obrázku 3.3) v regresńım stromě.

Během adaptačńıho procesu jsou adaptačńı data rozdělena př́ıslušným Gausovským kom-
ponentám (parametr̊um) modelu a je akumulována tzv. ”okupace” (obsazeńı daty) jednot-
livých tř́ıd regresńıho stromu

β(n) =
∑

jm∈Cn

cjm =
∑

jm∈Cn

E
∑

e=1

Te
∑

t=1

γe
jm(t), (3.44)
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m1
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G1 G8
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2260

100 650 100
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250750

3260
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Obrázek 3.3: Př́ıklad binárńıho regresńıho stromu. C1 až C15 označuj́ı jednotlivé uzly, resp. tř́ıdy parametr̊u
k nim nálež́ıćı. Č́ısla u uzl̊u znač́ı jejich aktuálńı obsazeńı adaptačńımi daty, šedivě jsou podbarveny ty uzly,
které tvoř́ı takzvaný řez stromu, hladinu s dostatečně velkou okupaćı (větš́ı než práh T = 700). Pro tyto uzly
jsou vypoč́ıtány transformace W1 až W5. Např. pro tř́ıdu C12 neexistuje dostatečné množstv́ı dat (jej́ı okupace
adaptačńımi daty je 250), naopak jej́ı rodičovská tř́ıda C14 má již dostatek pozorováńı (okupace = 1000) na to,
aby pro ni mohla být vypočtena transformace W5. Všechny parametry, které obsahuje tř́ıda C14 = C11 ∪ C12

jsou použity pro výpočet transformace W5, avšak pouze parametry z tř́ıdy C12 budou touto transformaćı
adaptovány, protože tř́ıda C11 má dostatek pozorováńı pro výpočet své vlastńı transformace W4.

kde γe
jm(t) je aposteriorńı pravděpodobnost, že pozorováńı oe(t) je generováno m-tou kom-

ponentou j-tého stavu HMM viz rovnice (3.2). Strom je procházen ze zdola nahoru a jsou
generovány transformace pouze pro ty uzly stromu, které dosáhnou předem definované úrovně
okupace (jejich obsazeńı daty je větš́ı jak předem definovaný práh T ).

Vytvářeńı regresńıho stromu

Obvykle děĺıme regresńı stromy do dvou kategoríı, podle informace kterou využ́ıvaj́ı pro
shlukováńı parametr̊u.

• Fonetická znalost. Existuj́ı určité expertńı znalosti o podobnosti jednotlivých akus-
tických element̊u (fonémů), které jsou využity při tvorbě regresńıho stromu. Př́ıkladem
může být fonetický strom na obrázku 3.4.

• Akustický prostor. Parametry modelu jsou shlukovány podle vzájemné bĺızkosti v akus-
tickém prostoru. Tato metoda využ́ıvá výhod ”data-driven” př́ıstupu, t́ım nevyžaduje

21



expertńı znalost (viz př́ıklad na obrázku 3.3). Dále se v textu budeme věnovat právě
tomuto př́ıstupu.

Neøeè Øeè

Obstruenty Sonory

Plozivy Frikativy
Samo-
hlásky Souhlásky

Neznìlé Znìlé ZnìléNeznìlé Nazály RetroflexyVysoké Nízké

Obrázek 3.4: Př́ıklad fonetického stromu. Na obrázku je fonetické děleńı navrhnuto pro angličtinu, převzato
z [SKFS07].

Optimálńı rozděleńı akustického prostoru na shluky podle [Gal96] vycháźı z kritéria

ˆTree = arg max
T

ree

S
∑

s=1

Q(M, M̄ |Tree), (3.45)

Q(M, M̄ |Tree) = cost −
1

2
logL(O|M)

∑

bjm∈M

E
∑

e=1

Te
∑

t=1

Kjm(t)[constjm+

+log(|C̄jm|) + (oe(t) − µ̄jm)T reeC̄−1
jm(oe(t) − µ̄jm)],

(3.46)

kde Tree znač́ı regresńı strom, M je p̊uvodńı SI model a M̄ je nový SA model s parametry
µ̄jm a C̄jm. Neńı však možné garantovat dosažeńı globálńıho optima, pouze každé děleńı
stromu nalezne lokálńı optimum.

Podle [YEG+06] je shlukováńı prováděno dle středńıch hodnot a jejich bĺızkost je dána
Eukleidovskou mı́rou. Konstrukce regresńıho stromu je prováděna rozdělováńım shluk̊u, ob-
vykle se konč́ı v předem definované úrovni stromu. Nepokračuje se tedy až do konečného
rozděleńı, kde by každému listu odpov́ıdala jedna komponenta GMM.

Jiný př́ıstup shlukováńı přináš́ı [CXWF06], kde tvorba stromu je rozdělena do dvou krok̊u.
V prvńım kroku jsou parametry modelu iterativně rozdělovány od vrcholu dol̊u použit́ım
divizńı hierarchické strategie založené na Bayesově informačńım kritériu (BIC – Ba-
yes Information Criterion) [FR98], které automaticky odvod́ı optimálńı počet finálńıch tř́ıd.
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Ve druhém kroku jsou pak finálńı tř́ıdy z prvńıho kroku iterativně spojovány ze zdola na-
horu k vytvořeńı regresńıho stromu aglomerativńı strategíı (bĺızkost shluk̊u je opět dána BIC
kritériem). Výhodou tohoto př́ıstupu je jeho plná automatizace, tedy neńı při něm potřeba
žádné vněǰśı informace (jako je znalost finálńıho počtu list̊u).

3.4 Kombinace př́ıstupu MAP a MLLR

Výhodou metody MAP je fakt, že při dostatečném množstv́ı dat SA model konverguje
k SD modelu. Naopak výhodou metody MLLR je jej́ı dobrá účinnost i při malém počtu
adaptačńıch dat d́ıky shlukováńı podobných složek hustotńıch směśı a t́ım snižováńı počtu
volných parametr̊u modelu. Nab́ıźı se možnost výše zmı́něné metody zkombinovat dohromady.

3.4.1 Dvoukroková adaptace

Jednou z možnost́ı, která se intuitivně jev́ı jako nejjednodušš́ı, je adaptace modelu ve dvou
kroćıch [MZ07]. S ohledem na princip metody MLLR a MAP je výhodný následuj́ıćı postup:

• 1.krok - Adaptovat SI model pomoćı MAP adaptace, źıskáme SA1 model. Metoda MAP
provede adaptaci jednotlivých složek, pro které máme dostatečné množstv́ı dat.

• 2.krok - Adaptovat SA1 model pomoci MLLR adaptace, źıskáme SA model. Pokud
neńı dostatek dat pro adaptaci každého parametru, budou se pomoćı MLLR adaptovat
společně parametry nashlukované regresńım stromem.

3.4.2 Regresńı predikce modelu (RMP)

Při malém množstv́ı dat je metoda MAP neúčinná, protože docháźı k adaptaci pouze těch
parametr̊u, pro které se vyskytuj́ı adaptačńı data. Z toho d̊uvodu byla do této metody za-
komponována myšlenka shlukováńı podobných parametr̊u modelu, převzatá z metody MLLR.
Výsledná metoda se nazývá regresńı predikce modelu (RMP – Regression-based Mo-
del Prediction) [AW97]. Tato metoda použ́ıvá malé množstv́ı tzv. zdrojových parametr̊u,
pro které je dostatečné množstv́ı dat, a ty pak využ́ıvá k predikci adaptované hodnoty tzv.
ćılových parametr̊u, které jsou adaptačńımi daty špatně podmı́něné. Pokud předpokládáme
lineárńı vztah mezi zdrojovým parametrem a jeho ćılovou skupinou parametr̊u, lze pak použ́ıt
lineárńı regresi k odvozeńı vztah̊u mezi těmito parametry. Např́ıklad pro dva parametry x a
y lze zapsat lineárńı vztah:

y = b1x + b0 + ǫ, (3.47)

kde ǫ označuje chybu aproximace a b1, b0 jsou regresńı parametry, které lze nalézt např.
aplikováńım metody nejmenš́ıch čtverc̊u (LSE – Least Square Error)

arg min
b1,b0

K
∑

k=1

ǫ2k = arg min
b1,b0

K
∑

k=1

(y − b1xk − b0)
2, (3.48)

kde K je konečný počet regresńıch bod̊u.
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3.4.3 Regrese vážených soused̊u (WMR)

Metoda regrese vážených soused̊u (WMR – Weighted Neighbor Regression) [HWFW00]
je založena na výše zmı́něné technice RMP. Pokud uvažujeme adaptaci pouze středńıch hodnot
µjm na novou hodnotu µ̄jm, lze napsat regresńı model ve tvaru:

µ̄jm = Bµjm + b0 + ǫjm. (3.49)

Metodou vážených nejmenš́ıch čtverc̊u lze nalézt hodnoty regresńıch transformaćı mini-
malizováńım vztahu

K
∑

k=1

wkǫ
2
k =

K
∑

k=1

wk(µ̄k − Bµk − b0)
T (µ̄k − Bµk − b0), (3.50)

kde všech K středńıch hodnot µk (parametr̊u modelu) patř́ı do jedné množiny vzájemně
nejbližš́ıch (sousedńıch) středńıch hodnot µjm. wk je váha k-tého parametru v dané množině,
která je nepř́ımo úměrná Mahalanobisově vzdálenosti k-tého parametru od středu množiny.

Postup metody je následovný [Čer07]: Pro každý parametr modelu SI je pomoćı Maha-
lanobisovy vzdálenosti nalezeno K nejbližš́ıch parametr̊u. Po MAP adaptaci jsou všechny
komponenty rozděleny podle množstv́ı adaptačńıch dat k nim přidruženým na zdrojové (pro
ně bylo k dispozici dostatečné množstv́ı dat) a ćılové (s malým množstv́ım adaptačńıch dat).
Pro každý zdrojový parametr a jeho přidruženou množinu soused̊u je vypoč́ıtána regresńı
př́ımka. S jej́ı pomoćı jsou adaptovány ćılové parametry soused́ıćı s daným zdrojovým para-
metrem (viz obrázek 3.5).

řečník 1

MAP
ADAPTACE

WNR
ADAPTACE

SI
model

data
řečníka 1

SA
model

informace o sousedech

data pro adaptaci

Obrázek 3.5: Blokový diagram WNR adapatace převzatý z [HWFW00].

3.4.4 Strukturálńı MAP

Metoda strukturálńı MAP (SMAP – Structural Maximum A Posteriori ) [SL97] využ́ıvá
hierarchickou strukturu v prostoru parametr̊u modelu (jako je regresńı strom v podkapi-
tole 3.3.4). Metoda odvozuje transformaci pro každou úroveň této hierarchické struktury.
Parametry v konkrétńı úrovni jsou použité i pro daľśı své podúrovně. Výsledná transformace
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parametr̊u je tedy kombinaćı transformaćı vyšš́ıch úrovńı. Pomoćı metody ML lze odhadnout
transformace Ajm a Bjm pro každý uzel binárńıho děĺıćıho stromu, pak lze sťredńı hodnoty
a kovariančńı matice transformovat vztahy

µ̄jm = µjm + Bjm, (3.51)

C̄jm = AjmCjm. (3.52)

Ekvivalentńı metody strukturálńı MAP s lineárńı regreśı (SMAPLR – Structural
Maximum A Posteriori Linear Regression) lze nalézt v [MSC00] nebo vážené strukturálńı
MAP (WSMAP – Weighted Structural Maximum A Posteriori) v [JWJY03].

3.5 Shlukováńı mluvč́ıch (SC)

Adaptačńı strategie popsaná v této části, metoda shlukováńı mluvč́ıch (SC – Speaker
Clustering) [PBNP98], je založena na hledáńı podmnožiny řečńık̊u z trénovaćı množiny, kteř́ı
jsou akusticky bĺızko k testovanému řečńıku. K přepoč́ıtáńı parametr̊u modelu jsou s výhodou
použita data od nejbližš́ıch řečńık̊u (apriorńı znalost), než celá kompletńı trénovaćı databáze
obsahuj́ıćı promluvy od velkého množstv́ı řečńık̊u. Nový model má pak mnohem bĺıže k tes-
tovaćım dat̊um než p̊uvodńı SI model. Jednou z možných implementaćı tohoto př́ıstupu je na
pohlav́ı závislý model (GD – Gender Dependent).

Adaptace na testovaného řečńıka prob́ıhá v těchto kroćıch:

• 1. Vytvořeńı akustického modelu z celé trénovaćı databáze (SI model).

• 2. Vytvořeńı akustických model̊u pro všechny řečńıky vyskytuj́ıćı se v trénovaćı da-
tabázi. Pokud nemáme dostatečné množstv́ı dat pro natrénováńı SD modelu, lze použ́ıt
některou z adaptačńıch metod ke konstrukci SA modelu, popř́ıpadě natrénovat pouze
jednostavový gaussovský model (GMM – Gaussian mixture model) a použ́ıt některou
z metod identifikace řečńıka.

• 3. Pro adaptačńı data od testovaného řečńıka nalézt N nejbližš́ıch řečńık̊u (výběr nej-
pravděpodobněǰśıch model̊u pro adaptačńı data). K rychleǰśımu výběru nejlepš́ıch řečńık̊u
může být použit i regresńı strom viz [SBD95].

• 4. Z trénovaćıch dat od nejbližš́ıch řečńık̊u vytvořit adaptovaný model. Obvykle se
adaptuj́ı jen středńı hodnoty, přičemž zbylé parametry z̊ustávaj́ı shodné s SI modelem.
Jednou z možnost́ı vytvořeńı nového modelu je kombinace vektor̊u středńıch hodnot
nejbližš́ıch řečńık̊u metodou MAP či ML [HCC02].

Metoda SC si vystač́ı s malým množstv́ım adaptačńıch dat, jej́ım ćılem je naj́ıt si podobná
data v trénovaćı množině (data od nejbližš́ıch řečńık̊u) k testovanému řečńıkovi. Výhodou
také je, že adaptace modifikuje všechny parametry SI modelu, nejen ty, které byly obsazeny
adaptačńımi daty testovaného řečńıka.
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3.6 Dekompozice vlastńıch hlas̊u (ED)

Daľśı možnost́ı jak reprezentovat apriorńı znalost pro adaptaci je analýzou hlavńıch
komponent (PCA – Principal Component Analysis) pro źıskáńı vlastńıch hlas̊u (eigen-
voices) [Wes99]. Chceme-li adaptovat určitou množinu parametr̊u v modelu (např. středńı
hodnoty), pak lze tyto parametry zformovat do tzv. supervektoru dimenze D. Z T supervek-
tor̊u model̊u trénovaćıch řečńık̊u vytvoř́ıme PCA transformaci z D dimenzionálńıho prostoru
do prostoru s nižš́ı dimenźı K popsaného vlastńımi hlasy e0, . . . ,eK−1, kde K < T << D.
T́ım omeźıme prostor, ve které je hledán model nového řečńıka.

Adaptovaný vektor středńıch hodnot µ̄jm j-tého stavu m-té složky modelu je poč́ıtán jako
lineárńı kombinace vlastńıch hlas̊u e0, . . . ,eK−1

µ̄ = [µ̄1, . . . , µ̄jm, . . . , µ̄JM ]T =
K−1
∑

i=0

wiei. (3.53)

Množinu vah w0, . . . , wK−1 odvod́ıme maximalizaćı pomocné funkce

Q(λ, λ̄) = −
1

2
P (O|λ)

J
∑

j

M
∑

m

T
∑

t

γjm(t)(nlog(2π)+ log|Cjm|+(o(t)− µ̄jm)T C−1
jm(o(t)− µ̄jm))

(3.54)
Tento proces adaptace uvedený v [KNJ+98] se nazývá dekompozice vlastńıch hlas̊u (ED –
Eigenvoices Decomposition). Výhodou této metody adaptace je jej́ı dobrá účinnost při malém
množstv́ı adaptačńıch dat, hod́ı se tedy předevš́ım pro rychlou on-line adaptaci.
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Kapitola 4

Adaptačńı techniky pro trénováńı

Tato kapitola popisuje adaptačńı techniky pro využit́ı v trénovaćı fázi. Namı́sto adaptace
SI modelu pomoćı transformaćı vypočtených z dat dostupných v adaptačńı fázi, jsou tyto
adaptačńı metody aplikovány na trénovaćı data, z kterých je pak vytvořen model bez rušivé
informace o řečńıkovi.

Postup je založen na hypotéze, že variabilita v akustickém modelu SI je zp̊usobena jak fone-
tickou odlǐsnost́ı jednotlivých subslovńıch element̊u (tuto informaci využ́ıváme), tak rozd́ılem
hlasových charakteristik mluvč́ıch z trénovaćı databáze (které jsou pro rozpoznáváńı řeči
rušivé) a vliv̊u prostřed́ı, ve kterém byla trénovaćı data nahrána (aditivńı či konvolutorńı
šum). Výsledkem je větš́ı variabilita v trénovaćıch datech u SI modelu, než u SD modelu.
Ćılem adaptačńıch technik použ́ıvaných při trénováńı modelu je odstraněńı právě této na
řečńıkovi a prostřed́ı závislé nežádoućı informace. Metody se snaž́ı sńıžit rozptyl trénovaćıch
dat pro konkrétńı subslovńı jednotku a t́ım zajistit jej́ı lepš́ı separovatelnost od ostatńıch
jednotek. Na rozd́ıl od předchoźı kapitoly 3, kdy byly charakteristiky modelu přizp̊usobeny
konkrétńımu řečńıku, je zde vytvářen tzv. kanonický model, z něhož je informace o řečńıkovi
pomoćı adaptačńıch technik odstraněna (viz obrázek 4.1).

Kanonický model reprezentuje veškerou požadovanou řečovou variabilitu celé trénovaćı da-
tabáze, ale je nezávislý na akustických podmı́nkách. Takovýto model je vytvářen jen tehdy,
když máme k dispozici množinu transformaćı pro odstraněńı neřečové variability v datech.
Tvar kanonického modelu záviśı na formách adaptačńıch transformaćı. Pro lineárńı transfor-
mace jde o standardńı HMM. Kanonický model je mnohem v́ıce kompaktńı, je tedy nutné jej
při vlastńım rozpoznáváńı dále adaptovat na konkrétńı testované akustické podmı́nky.

Možnost́ı, jak sńıžit variabilitu v trénovaćıch datech, je hned několik. Za zmı́něńı stoj́ı
např́ıklad kepstrálńı normalizace (CMN – Cepstrum Mean Normalization) [MIT97], která
je jednoduchou a často použ́ıvanou metodou k odstraněńı vlivu kanálu. Daľśı z metod je
gaussionalizace (Gaussianisation) viz [SDP04], normalizuj́ıćı kumulativńı hustotńı funkci
vektor̊u pozorováńı na standardńı Gaussovské rozložeńı. Sofistikovaněǰśı př́ıstupy [Gal97]
jsou trénováńı s adaptaćı na mluvč́ıho (SAT – Speaker Adaptive Training) [AMSM96],
[MSJN97], trénováńı s adaptaćı pomoćı shlukováńı mluvč́ıch (CAT – Cluster Adaptive
Training) [Gal00] a normalizace délky hlasového traktu (VTLN – Vocal Tract Length
Normalization) [ZW97], [LR96]. Výhodou zmı́něných metod je, že se daj́ı snadno a úspěšně
kombinovat dohromady.
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Obrázek 4.1: Ilustrativńı př́ıklad rozd́ılné variability složek modelu SI a kanonického modelu.

4.1 Trénováńı s adaptaćı na mluvč́ıho (SAT)

Metoda trénováńı s adaptaćı na mluvč́ıho (SAT – Speaker Adaptive Training) využ́ıvá
lineárńıch transformaćı popsaných v podkapitole 3.3. Metoda se snaž́ı odstranit variabilitu
řečńık̊u z fonetické informace a vytvořit kompaktńı kanonický model λC , který informaci
o řečńıkovi neobsahuje. Zat́ımco klasická adaptace hledá model λ̂, který by maximalizoval
pravděpodobnost adaptačńıch dat od všech řečńık̊u R

λ̂ = arg max
λ

R
∏

r=1

P (Or|λ), (4.1)

SAT poč́ıtá na řečńıku r závislou transformaci Hr ke kanonickému modelu λC tak, aby se
maximalizovala pravděpodobnost [Gan05]

(λ̂C , Ĥ) = arg max
(λC ,H)

R
∏

r=1

P (Or|Hr(λC)), (4.2)

tedy hledáme kanonický model λ̂C a jeho transformaci Ĥr závislou na řečńıkovi r, které budou
maximalizovat pravděpodobnost pro každého řečńıka r zvlášt’. Fonetická informace je uložena
v kanonickém modelu λ̂C , informace od řečńıka pak v transformaci Ĥr. Kanonický model,
spolu s některou z adaptačńıch metod (viz předešlá kapitola 3) použitou při fázi rozpoznáváńı,
zajist́ı výsledky lepš́ı, než lze źıskat s p̊uvodńım SI modelem.

4.1.1 SAT pro MLLR

Při klasickém trénováńı akustického modelu se využ́ıvá EM algoritmus (viz podkapi-
tola 2.3.1), který se snaž́ı maximalizovat pomocnou funkci (2.20) vedoućı k odvozeńı pa-
rametr̊u modelu, které zvyšuj́ı pravděpodobnost pro trénovaćı data.

V SAT př́ıstupu [AMSM96] je naš́ı snahou maximalizovat pomocnou funkci

Q(ρ, ρ̂) =
∑

r

∑

t

∑

jm

γr
jm(t)N (or(t); Ârµ̂jm + b̂r, Ĉjm), (4.3)
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kde parametr ρ = (Hr, λC) = ((Ar, br), (µ̂jm, Ĉjm)) se skládá z transformace na řečńıka a
z kanonického modelu.

Pro zjednodušeńı výpočtu je maximalizace rozdělena iterativně na tři části. V každé z
nich se snaž́ıme optimalizovat pouze jeden z parametr̊u, zat́ımco zbylé dva z̊ustávaj́ı fixovány.
V každé části optimalizačńıho procesu muśı hodnota pomocné funkce Q r̊ust:

Q(Hr, λC) ≤ Q(Ĥr, λC) ≤ Q(Ĥr, (µ̂, C)) ≤ Q(Ĥr, λ̂C). (4.4)

Konkrétně rovnice pro středńı hodnoty a kovariančńı matice kompaktńıho modelu lze zapsat
ve formě

µ̂jm =

(

R
∑

r=1

Tr
∑

t=1

γr
jm(t)ÂrT Ĉ−1

jmÂr

)−1 R
∑

r=1

Tr
∑

t=1

γr
jm(t)ÂrT Ĉ−1

jm(or(t) − br), (4.5)

Ĉjm =

∑R
r=1

∑Tr

t=1 γr
jm(t)(or(t) − µ̂r

jm)(or(t) − µ̂r
jm)T

∑R
r=1

∑Tr

t=1 γr
jm(t)

, (4.6)

kde odhad transformace Hr je proveden pomoćı standardńı metody MLLRmean (viz podka-
pitola 3.3.1) a µ̂r

jm = Arµ̂jm + br je transformovaná středńı hodnota kanonického modelu.

Re-estimačńı SAT proces je zobrazen na obrázku 4.2, kde celková zpětná vazba znač́ı, že
proces může být opakován, dokud model nedokonverguje do svého optima.
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Obrázek 4.2: Blokový diagram pro metodu SAT založenou na MLLR transformaćıch. Prvńı blok zadaptuje
model pomoćı transformaćı Hi−1, druhý blok odvod́ı nové parametry modelu λi (viz rovnice (4.5) a (4.6)),
třet́ı blok pak spočte nové transformačńı matice Hi pomoćı klasických adaptačńıch metod. Celý proces lze
iterativně opakovat. Obrázek je převzat z práce [MSJN97].

Nevýhodou tohoto př́ıstupu k trénováńı je značná pamět’ová náročnost [MSJN97], protože
je potřeba uchovávat v paměti každou středńı hodnotu a kovariančńı matici kanonického
modelu spolu s transformaćı, a to pro každého řečńıka r zvlášt’. S t́ım je též spojena časová
náročnost d́ıky I/O operaćı při práci s pamět́ı. Redukováńı náročnosti metody je navrženo
v [MSJN97].

4.1.2 SAT pro fMLLR

Druhý př́ıstup k SAT navržený v [Gal97] je založen na metodě fMLLR (viz podkapi-
tola 3.3.2). Jeho výhodou oproti předchoźı metodě je, že adaptačńı transformace jsou poč́ıtány
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pro trénovaćı vektory pozorováńı. T́ım je značně ušetřen čas a pamět’ pro ukládáńı me-
zivýsledk̊u, protože přepočet středńıch hodnot a kovariančńıch matic prob́ıhá v jednom opti-
malizačńım kroku právě z výsledných transformovaných vektor̊u pozorováńı.

Pomocná funkce má tvar

Q(ρ, ρ̂) =
∑

r

∑

t

∑

jm

γr
jm(t)N (ôr(t); µjm, Cjm). (4.7)

Dosad́ıme-li do této rovnice (4.7) vztah pro transformovaný vektor pozorováńı ôr(t) =
Aror(t) + br a s využit́ım rovnice (3.41) dostáváme

Q(ρ, ρ̂) = c −
1

2

∑

r

∑

t

∑

jm

γr
jm(t)(cjm+

+ log(|Ĉjm|) − log(|Ar2|) + (ôr(t) − µ̂jm)T Ĉ−1
jm(ôr(t) − µ̂jm)).

(4.8)

Transformačńı matice Hr = (Ar, br) jsou odvozeny adaptačńı metodou fMLLR (viz pod-
kapitola 3.3.2) pro dané trénovaćı vektory pozorováńı od konkrétńıho řečńıka. Středńı hodnoty
a kovariančńı matice kanonického modelu lze poté přepoč́ıtat s využit́ım znalosti o transfor-
maćıch vektor̊u pozorováńı v jednom kroku

µ̂jm =

∑R
r=1

∑Tr

t=1 γr
jm(t)ôr(t)

∑R
r=1

∑Tr

t=1 γr
jm(t)

, (4.9)

Ĉjm =

∑R
r=1

∑Tr

t=1 γr
jm(t)(or(t) − µ̂r

jm)(or(t) − µ̂r
jm)T

∑R
r=1

∑Tr

t=1 γr
jm(t)

, (4.10)

Stejně jako u předchoźı uvedené metody 4.1.1, i tento postup lze iterativně opakovat (viz
obrázek 4.3).
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Obrázek 4.3: Blokový diagram pro metodu SAT založenou na fMLLR transformaćıch. Nejprve se od-
vod́ı transformačńı matice Hi−1 metodou fMLLR, kterými se zadaptuje vektor př́ıznak̊u o(t). Z nových

př́ıznak̊u ˆo(t) se přetrénuje model λi−1 (pomoćı vztah̊u 4.9 a 4.10). Postup lze iterativně opakovat.

4.1.3 Diskriminativńı adaptace pro trénováńı (DAT)

Metoda diskriminativńı adaptace pro trénováńı (DAT – Discriminative Adaptation
Training) je diskriminativńı verźı SAT. Např́ıklad v [TDB05] je odvozena metoda adaptačńıho
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trénováńı vycházej́ıćı z diskriminativńı lineárńı transformace pro vektory pozorová-
ńı 3.3.3 a MMI kritéria (2.32). Jiný př́ıstup, uvedený v [WW03], použ́ıvá kritérium MPE
(2.33). V DAT, stejně jako v metodě SAT, je každá iterace rozdělena do dvou krok̊u, nejprve
se odhadnou lineárńı transformace a poté parametry kanonického modelu. Diskriminativńı
kritérium (MMI popř. MPE) je použ́ıváno v obou kroćıch. Opět je s výhodou využ́ıvána ome-
zená transformace vektor̊u pozorováńı, sṕı̌se než neomezená transformace vyžaduj́ıćı značné
pamět’ové nároky.

4.2 Trénováńı s adaptaćı pomoćı shlukováńı mluvč́ıch (CAT)

Metoda trénováńı s adaptaćı pomoćı shlukováńı mluvč́ıch (CAT – cluster Adaptive
Training) je jednoduchým rozš́ı̌reńım metody shlukováńı mluvč́ıch (viz podkapitola 3.5).
Poznamenejme, že máme trénovaćı data všech řečńık̊u rozdělená do P shluk̊u dle akus-
tické bĺızkosti. Nad každým shlukem je vytvořen model (at’ již trénováńım nebo adaptaćı
SI modelu). Množina M (4.14) těchto shlukových model̊u nahrazuje jeden kanonický model
použ́ıvaný v metodě SAT (viz podkalpitola 4.1).

K vytvořeńı akustického modelu pomoćı metody CAT [Yu06] je využit vektor inter-
polačńıch vah νr pro kombinaci všech středńıch hodnot P shlukových model̊u, obvykle sdružených
do matice

Mjm = [µ1
jm, . . . , µP

jm] pro jm = 1, . . . , M , (4.11)

kde M je celkový počet všech složek všech stav̊u modelu, P je počet shluk̊u. Metoda CAT se
zaměřuje na adaptaci pouze středńıch hodnot akustického modelu µ, zbylé parametry shlu-
kových kanonických model̊u (pravděpodobnosti přechod̊u a a kovariančńı matice C) z̊ustávaj́ı
nezměněny. Vektor vah

νr = [ν1r, . . . , νPr], (4.12)

hraj́ıćı úlohu transformace, je poč́ıtán pro každé odlǐsné akustické podmı́nky r = 1, . . . , R

(r̊uzný řečńık či r̊uzné prostřed́ı). Adaptovaná středńı hodnota jm-té komponenty pro jed-
notlivé akustické podmı́nky r je dána vztahem

µr
jm = Mjmνr. (4.13)

4.2.1 Hledáńı parametr̊u modelu a transformaćı

Stejně jako v metodě SAT, i zde se pro trénováńı použ́ıvá ML kritérium [Gal00]. Změna
je pouze v kanonickém modelu, který je zde tvořen množinou středńıch hodnot jednotlivých
shlukových model̊u a kovariančńıch matic, které maj́ı všechny shlukové modely stejné

M = {{M1, . . . ,MM}, {Σ1, . . . ,ΣM}}. (4.14)

Pro odvozeńı parametr̊u kanonického modelu M a váhových vektor̊u (transformaćı) Υ =
ν1, . . . ,νR se s výhodou použ́ıvá algoritmus EM (viz podkapitola 2.3.1). Pomocná funkce pak
má tvar

Q(M,Υ,M̂, Υ̂) = −
1

2

∑

r

∑

jm

∑

t

γjm(t)
(

(or(t) − Mjmνr)T C−1
jm(or(t) − Mjmνr)

)

, (4.15)
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kde M je starý kanonický model a M̂ je nově odvozený model (analogicky i pro Υ). Je
nesnadné odvozovat kanonický model M a transformace Υ společně, proto se odhad provád́ı
ve dvou kroćıch, nejprve Υ̂ a pak M̂. Obvykle se postup iterativně opakuje dokud kritérium
nezačne konvergovat.

4.2.2 Reprezentace shluk̊u

Existuj́ı dvě možnosti jak reprezentovat středńı hodnoty jednotlivých shluk̊u, CAT zalo-
žené na modelu a CAT založené na transformaćıch. Jejich kompletńı popis je uveden
v [Gal00]. V prvńım zmı́něném zp̊usobu je každý shluk př́ımo reprezentován akustickým
modelem, druhý zp̊usob popisuje shluk adaptačńı matićı, která transformuje globálńı model
na model daného shluku (např. metoda MLLRmean viz podkapitola 3.3.1). Pro inicializaci
kanonických model̊u [Yu06] se s výhodou využ́ıvaj́ı dekompozice vlastńıch hlas̊u (ED –
Eigenvoices Decomposition) (viz podkapitola 3.6).

Výhodou metody CAT je rychlá adaptace pro malý objem adaptačńıch dat. V porovnáńı
s jinými adaptačńımi metodami, jako je např. SAT, metoda CAT vyžaduje znatelně menš́ı
počet adaptačńıch parametr̊u (dimenze P váhového vektoru je obvykle v jednotkách). Č́ım
méně parametr̊u je pro metodu CAT použito, t́ım menš́ı je jej́ı efektivita v porovnáńı s
metodou SAT. Metoda může být také snadno a efektivně rozš́ı̌rena jinou adaptaćı viz [Gal01].

4.2.3 Diskriminativńı adaptace pro trénováńı pomoćı shlukováńı (DCAT)

Rozš́ı̌reńım př́ıstupu CAT je diskriminativńı adaptace pro trénováńı pomoćı shlu-
kováńı mluvč́ıch (DCAT – Discriminative CAT). Na rozd́ıl od klasické metody CAT, jed-
notlivé shlukové modely jsou zde trénovány pomoćı disktiminativńıch metod 2.3.3. Ty však
vyžaduj́ı mnohem v́ıce dat, než je třeba pro klasické trénováńı založené na ML kritériu (2.14).
Navržené metody využ́ıvaj́ıćı diskriminativńı kritéria MMI (2.32) či MPE (2.33) jsou uvedeny
v [YMJFG06].

4.3 Normalizace délky hlasového traktu (VTLN)

Důvod̊u řečové variability mezi řečńıky je velké množstv́ı, např. lingvistické odlǐsnosti,
zp̊usob artikulace, zdravotńı a psychický stav řečńıka a jiné. Převládaj́ıćım faktorem však je
rozlǐsná fyziologická stavba hlasového ústroj́ı. Jedńım z hlavńıch zdroj̊u odlǐsnosti řečńık̊u je
rozd́ılná délka hlasové trubice, která se může pohybovat od 13 cm pro ženy do 18 cm pro muže.
Délka hlasového traktu zásadně ovlivňuje polohu formantových frekvenćı (a to s nepř́ımou
úměrou), které jsou detekovány převážně u znělých hlásek.

Metoda normalizace délky hlasového traktu (VTLN – Vocal Tract Length Norma-
lization) [ZW97] se snaž́ı kompenzovat projevy r̊uzné délky hlasové trubice v řeči transfor-
mováńım frekvenčńı osy řečńıka tak, aby se jeho pozice formant̊u bĺıžily pozićım pr̊uměrného
řečńıka.
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4.3.1 Transformačńı funkce

Transformace frekvenčńı osy spoč́ıvá v jej́ım nelineárńım natažeńı (popř. smrštěńı), od-
borně nazývaném borceńı (anglicky warping). Warpovaćıch funkćı ω̃ = Fα(ω) je celá řada,
nejpouž́ıvaněǰśı z nich jsou podle [PKT03] tyto dvě:

• 1. Po částech lineárńı funkce

Fα(ω) =

{

αω pro 0 ≤ ω < ω0

αω + π−αω0
π−ω0

(ω − ω0) pro ω0 ≤ ω ≤ ωm,
(4.16)

kde frekvence ω0 je rovna nebo větš́ı jak pr̊uměrná frekvence třet́ıho formantu a je α

warpovaćı faktor. Pr̊uběh funkce je zobrazen v levé části obrázku 4.4.

• 2. Bilineárńı funkce

Fα(ω) = ω + 2 arctan

(

(1 − α) sin ω

1 − (1 − α) sin ω

)

, (4.17)

Pr̊uběh funkce je zobrazen v pravé části obrázku 4.4.

a = 0

a < 1

a > 1
wm

wmw0

Fa(w)

w0

a = 0

a < 1

a > 1
wm

wmw0

Fa(w)

w0

a) b)

Obrázek 4.4: Warpovaćı funkce a) po částech lineárńı, b) bilineárńı.

Pro obě funkce plat́ı, že p̊uvodńı frekvenčńı osa je transformována na stejný interval
ω̃ ∈ 〈0, ωm〉. Naš́ım úkolem je nalézt pro každého řečńıka jeho warpovaćı faktor α tak, aby
byl nejlépe znormalizován jeho hlasový trakt. α je obvykle hledáno z intervalu 〈0, 88; 1, 12〉
[PMMR06]. Jinou warpovaćı funkci s v́ıce než jedńım proměnným parametrem lze nalézt např.
v [PA06].

Zat́ımco metoda SAT je zaměřena na transformaci parametr̊u modelu, metoda VTLN pra-
cuje s vektory př́ıznak̊u. Předpokládáme-li, že vektor pozorováńı je parametrizován pomoćı
metody melovských frekvenčńıch kepstrálńıch koeficient̊u (MFCC – Mel Frequency
Cepstral Coefficient), popř. metodou perceptivńı lineárńı prediktivńı analýzy (PLP
– Perceptual Linear Predictive), lze warpováńı frekvenčńı osy provádět bud’ př́ımo přes
spektrálńı vzorky nebo transformovat meze jednotlivých pásem v bance filtr̊u. Druhý ze
zmı́něných zp̊usob̊u je výpočetně méně náročný.
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4.3.2 Odhad warpovaćıho faktoru

Nalezeńı optimálńıho warpovaćıho faktoru r-tého řečńıka α∗
r jde ruku v ruce s optima-

lizačńım kritériem pro rozpoznáváńı. Označme soubor trénovaćıch promluv r-tého řečńıka
Or = {O1

r , . . . ,O
E
r } a k němu odpov́ıdaj́ıćı soubor přepis̊u Wr = {W 1

r , . . . ,W E
r }, pak sou-

bor těchto promluv warpovaných faktorem α můžeme označit Oα
r = {O1α

r , . . . ,OEα
r }.

Optimálńı warpovaćı faktor pro daného řečńıka lze nalézt maximalizaćı věrohodnosti war-
povaných promluv za předpokladu SI modelu λ a daného přepisu promluv Wr

α∗
r = arg max

α
P (Oα

r |λ, Wr). (4.18)

Pro zjednodušené hledáńı warpovaćıho faktoru α∗
r byl navržen vhodný interval doporučených

hodnot α, uvedený v této kapitole v části 4.3.1.

Jiné, než výše uvedené ML kritérium pro výběr optimálńıho warpovaćıho faktoru, tzv.
lineárńı diskriminativńı kritérium (LD – Linear Discriminant), lze nalézt v [WSW98].
Je založeno na kovariančńıch matićıch daných akustických vzork̊u. Předpokládáme, že každý
vzorek je přidružen do některé z akustických tř́ıd. Pak LD kritérium má formu

LD =
|T |

|W |
, (4.19)

kde T je kovariančńı matice všech vzork̊u a W je pr̊uměrná kovariančńı matice vzork̊u patř́ıćıch
do konkrétńıch tř́ıd ci

W =
∑

i

p(ci)Wi. (4.20)

Hledáme takový parametr α∗
i , který maximalizuje kritérium (4.19). Tehdy budou r̊uzné tř́ıdy

vzork̊u od sebe vzájemně daleko, ale maj́ı v pr̊uměru malý rozptyl mezi svými vzorky. Tato
metoda je také použita pro rychlou transformaci při on-line použit́ı v [PKT03].

4.3.3 Normalizovaný akustický model

S pomoćı warpovaných promluv Oα
r lze natrénovat kompaktńı model λc, který je ”na

mı́ru ušitý” na řečńıka s pr̊uměrnou délkou vokálńıho traktu. Při procesu rozpoznáváńı je
pak nutné testované promluvy normalizovat př́ıslušným warpovaćım faktorem.
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Kapitola 5

Experimenty

V této kapitole se nacháźı experimentálńı výsledky adaptačńıch metod, které byly do-
posavad programově realizovány. Navržené experimenty byly zaměřeny na adaptaci řečńıka.
Systém ASR neobsahoval žádný jazykový model, v promluvách se nenacházela žádná slova
mimo slovńık (OOV – Out Of Vocabulary). Výsledky zde uvedené jsou pouze ke srovnáńı
jednotlivých adaptačńıch metod, nikoliv celého systému.

5.1 Data a akustický model

Všechny experimenty byly provedeny na českém telefonńım korpusu obsahuj́ıćım čtenou
řeč. Digitalizace analogového telefonńıho signálu byla provedena pomoćı DIALOGIC D/21D
vzorkovaćı frekvenćı 8 kHz a následnou konverźı do µ-law 8 bitového rozlǐseńı.

Z korpusu bylo vybráno 100 trénovaćıch řečńık̊u a kolem 40 vět (30-40 tiśıc vzork̊u) pro
každého z nich, z těchto dat byl natrénován SI model. Jiných 100 řečńık̊u bylo použito na
experimenty, kde adaptačńı část obsahovala po 20-30 větách (pr̊uměrně 20 tiśıc vzork̊u pro
řečńıka) ke každému z řečńık̊u, testovaćı část pak jiných 5 vět. Slovńık pro přepis obsahoval
475 r̊uzných slov, kde několik z nich mělo v́ıce r̊uzných fonetických přepis̊u, tedy finálńı počet
položek ve slovńıku byl 528. V testovaćıch větách se nenacházela žádná OOV slova.

Nahrávky byly zpracovány MFCC parametrizaćı s 12 filtry (použity delta i delta-delta
koeficienty), 25 ms okénko s posuvem 10 ms. Na závěr byla použita metoda kepstrálńı norma-
lizace CMN. Akustický model byl trifónový HMM s 8 složkami pro každý stav s diagonálńımi
kovariančńı maticemi.

5.2 Hodnoceńı úspěšnosti rozpoznáváńı

V úlohách rozpoznáváńı řeči je výsledný přepis porovnán s referenčńım textem dané
promluvy pomoćı algoritmu dynamického borceńı času (DTW – dinamic Time Warping)
[Psu95]. Úspěšnost přepisu se dá hodnotit [Čer07] např́ıklad pomoćı procenta chybně roz-
poznaných slov (WER – Word Error Rate), přesnost́ı (ACC – Accuracy) a správnost́ı
(CORR – Correctness) výsledného přepisu. Slovo správně rozpoznáno je označeno jako H
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(Hit), špatně rozpoznáno S (Substituce), slova která v přepisu chyb́ı jsou D (Delete) a ta,
která přebývaj́ı I (Inzerce). Jednotlivé mı́ry úspěšnosti lze psát ve tvaru

WER =
S + D + I

N
100%, (5.1)

ACC = 100% − WER, (5.2)

CORR =
H

N
100%. (5.3)

5.3 Výsledky

5.3.1 Klasické metody adaptace

V prvńım řádku tabulky 5.1 jsou uvedené hodnoty ACC pro experiment s SI modelem
v prvńım sloupci a modelem adaptovaným metodou MAP, MLLRmean, MLLRvar, fMLLR
v sloupćıch následuj́ıćıch. Veškeré výsledky jsou pouze po jedné adaptačńı iteraci, vyj́ımkou
je metoda MLLRcov, která je z principu dvouiteračńı (viz podkapitola 3.3.1). Obecně lze
předpokládat daľśı zlepšováńı pro v́ıce adaptačńıch cykl̊u. Druhý řádek tabulky uvád́ı pr̊uměrný
čas adaptace na jednoho řečńıka1.

V metodě MAP byly adaptovány středńı hodnoty, kovariančńı matice i váhy složek na-
jednou. Konstanta τ byla experimentálně nastavena na hodnotu 16.

Regresńı strom v metodě MLLR (resp. fMLLR) byl konstruován pomoćı HTK verze 3.4
[YEG+06]. Ke konstrukci byla využita pouze bĺızkost středńıch hodnot. Strom měl 32 listových
uzl̊u, tedy 32 základńıch shluk̊u, které se pak podle aktuálńıho množstv́ı adaptačńıch dat
spojovaly do sebe dle navrženého stromu.

Tabulka 5.1: ACC[%] vybraných adaptačńıch metod.

SI MAP MLLR MLLR fMLLR
model mean cov

ACC 66.18% 75.00% 74.84% 77.93% 76.99%
čas adaptace 0.69s 2.39s 17.03s 14.91s

Z výsledk̊u je vidět podstatné zlepšeńı přesnosti rozpoznáváńı při použit́ı adaptačńıch
metod a to až o 17% relativně. Nejlepš́ı výsledky dává metoda MLLRcov, která adaptuje
jak středńı hodnoty, tak kovariančńı matice modelu a to r̊uznými transformacemi. Tato me-
toda v přesnosti předč́ı i fMLLR (ta adaptuje středńı hodnoty a kovariančńı matice stejnou
transformaćı), ale je ze všech testovaných metod nejpomaleǰśı.

Nejrychleǰśı metodou je MAP, pro kterou jsme v testu měli dostatečné množstv́ı dat, proto
i ona má dobré výsledky. Malá rychlost adaptaćı založených na lineárńıch transformaćıch lze
přič́ıtat hlavně velkému regresńımu stromu. Pro takové množstv́ı adaptačńıch dat obsažených

1Výpočet prováděn na domáćı stanici s procesorem Core2duo a vnitřńı pamět́ı 2MB.
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v našem testu bylo vytvořeno v pr̊uměru 10 transformačńıch matic pro každého řečńıka. Ra-
pidńı zpomaleńı metod MLLRcov a fMLLR (oproti MLLR) je také vinnou nutného iterativńı
výpočtu matic uvnitř vlastńı adaptace pro adaptaci vektor̊u př́ıznak̊u.

5.3.2 Kombinace adaptačńıch metod

Tabulka 5.2 zobrazuje výsledné ACC źıskané po kombinaci vybraných metod adaptace.
Kombinace spoč́ıvala v postupné adaptaci pomoćı dvou nebo třech metod aplikovaných ve
dvou resp. třech adaptačńıch iteraćıch. Byly použity adaptačńı metody se stejným nastaveńım
popsaným výše.

Tabulka 5.2: ACC[%] kombinace adaptačńıch metod.

MAP MAP MAP MLLRmean MLLRmean MLLRmean
-MLLRmean -MLLRcov -fMLLR -MAP -MAP-fMLLR -MAP-MLLRcov

77.03% 78.14% 78.37% 77.22% 78.37% 78.46%

Kombinace metod vykazuj́ı daľśı zlepšeńı adaptace. Optimálńım z hlediska účinnosti a
časové náročnosti (viz 5.1) se jev́ı kombinace metody MAP, která je značně rychlá, s adaptaćı
vektoru pozorováńı (fMLLR).

5.3.3 Adaptačńı trénováńı

Tabulka 5.3 obsahuje výsledné ACC samotného SI modelu a přetrénovaného metodou
SAT. V daľśıch řádćıch je porovnáńı těchto model̊u po adaptaci. Opět měly adaptačńı metody
stejné nastaveńı jako v prvńım experimentu popsaném výše. Metoda SAT adaptovala pouze
středńı hodnoty modelu.

Tabulka 5.3: Porovnáńı ACC[%] dané SI a SAT modelem po adaptaci.

typ adaptace SI SAT

žádná 66.18% 68.18%
MAP 75.00% 75.28%
MLLR 74.75% 76.82%
fMLLR 76.99% 78.21%

Metoda SAT odstraňuje z modelu informaci o řečńıkovi, model se pak stává vhodněǰśı pro
adaptaci a adaptačńı metody na něm vykazuj́ı lepš́ı účinnost v porovnáńı s SI modelem.

5.3.4 Množstv́ı dat pro adaptaci

Potřebný počet dat pro adaptaci metodou MAP a fMLLR je uvedeno v tabulce 5.4.
Výsledky ACC jsou pr̊uměrem ze sta řečńık̊u (stejných jako v experimentech výše) pro r̊uzný
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počet adaptačńıch vět. Pr̊uměrná věta se skládá přibližně z 1000 vzork̊u (vektor̊u pozorováńı).

Tabulka 5.4: ACC[%] při r̊uzném počtu adaptačńıch vět.

Adaptace
počet vět MAP fMLLR

1 67.57% 72.10%
2 68.14% 74.82%
3 68.43% 75.76%
4 69.15% 75.60%
5 69.14% 75.36%
6 69.97% 75.75%
8 70.63% 75.59%
10 70.89% 76.14%
12 72.17% 76.20%

Metoda fMLLR dokázala (oproti MAP) adaptovat model již při malém počtu adaptačńıch
dat, což j́ı činńı ideálńı pro postupnou adaptaci v aplikaćıch pracuj́ıćıch v reálném čase.

5.4 Zhodnoceńı experiment̊u

Experimenty provedené na českém korpuse s dostatečným množstv́ım dat a velkým počtem
r̊uzných řečńık̊u dokázaly opodstatněńı adaptace na řečńıka. Z výsledk̊u jsou také patrné
výhody a nevýhody jednotlivých metod, jejich rychlost a účinnost. Např́ıklad metoda MAP
se ukázala být dobrou volbou pro prvńı iteračńı krok. Pomoćı ńı se změńı adaptačńımi daty
dobře podmı́něné složky modelu, ostatńı složky jsou pak v druhé iteraci zpřesněny jinou
metodou, např. fMLLR s výhodou adaptace vektoru pozorováńı.

Nejlepš́ı výsledky byly źıskány aplikaćı metody MLLRcov, která adaptuje jak středńı
hodnoty, tak i diagonálńı kovariančńı matice (odlǐsnými transformačńımi maticemi oproti
metodě fMLLR). Kovariančńı matice jsou adaptovány prostřednictv́ım transformaćı vektor̊u
pozorováńı, t́ım je sńıžena jak časová tak i pamět’ová náročnost metody MLLRcov (resp.
fMLLR).

Model předpřipravený pomoćı adaptačńıho trénováńı (v experimentech testováno pouze
SAT na středńıch hodnotách) dokázal zvýšit účinnost jednotlivých metod v porovnáńı s kla-
sicky natrénovaným modelem.
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Kapitola 6

Závěr

Problém adaptace akustického modelu v úloze rozpoznáváńı spojité řeči je již dlouhou
dobu řešen množstv́ım vědeckých pracovǐst’ po celém světě. Existuje velké množstv́ı metod a
př́ıstup̊u v r̊uzných oblastech zpracováńı jak modelu tak i signálu. Přesto jde stále o otevřený
problém.

Jak docháźı k zrychlováńı výpočt̊u a t́ım k zpřesňováńı samotného akustického mo-
delu, objevuj́ı se nové př́ıstupy k adaptaci (např. diskriminativńı metody), které maj́ı větš́ı
účinnost. Aktuálńım problémem je také rychlost adaptace pro použit́ı v reálném čase, kdy je
akustický model adaptován za běhu řečového rozpoznávače. Tyto dva problémy (rychlost a
přesnost) jsou si navzájem v protikladu. Některé metody jsou ćıleně vyv́ıjeny pro malý počet
adaptačńıch dat, právě pro práci v on-line režimu. Naopak jiné úlohy vyžaduj́ı co největš́ı
přesnost modelu na konkrétńıho řečńıka, maj́ı k dispozici velké množstv́ı dat i dostatečný čas
na adaptaci. Těmito problémy se bude zabývat má disertačńı práce.

6.1 Dı́lč́ı ćıle disertačńı práce

• Zaměřit se na zlepšeńı účinnosti metod adaptace, převážně pak metod založených na
lineárńıch transformaćıch, které vykazuj́ı dobré vlastnosti i pro malý počet adaptačńıch
dat. V těchto metodách realizovat diskriminativńı př́ıstup.

• Dále se zabývat zrychleńım metod a jejich implementaci v úloze on-line adaptace.

• Popsané metody měńı z množiny parametr̊u modelu pouze ty, které popisuj́ı pravdě-
podobnost stavu, pro Gaussovské rozložeńı jde o středńı hodnoty, kovariančńı matice
a váhy. Lze předpokládat, že SI model trénovaný na datech od velkého počtu řečńık̊u
bude mı́t vyšš́ı složitost struktury, než SA model vázaný pouze na jednoho konkrétńıho
řečńıka. Strukturou modelu se v tomto př́ıpadě mysĺı počet složek GMM v jednotlivých
stavech modelu. Protože rozptyl v datech od jednoho konkrétńıho řečńıka bude pod-
statně menš́ı než v datech od v́ıce řečńık̊u, lze u SA modelu uvažovat o změně počtu
složek GMM. Disertačńı práce by se tedy měla zaměřit na adaptaci právě těchto para-
metr̊u, na sńıžeńı složitosti výsledného modelu.
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